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RNDr. L’ubomı́r Antoni, PhD.
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Recenzenti:

doc. PaedDr. Jozef Kapusta, PhD.
Katedra informatiky, Fakulta pŕırodných vied UKF v Nitre
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2.4 Učenie sa oč́ıslovańım . . . . . . . . . . . . . . . . . . . . 14
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9.4 Metódy zhlukovania založené na hustote . . . . . . . . . 71
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Kapitola 1

Úvod

Aj ked’ je strojové učenie často spájané so všeobecneǰsou oblast’ou umelá
inteligencia, jeho realistickeǰśı popis je, že sa zaoberá otázkami ako poč́ıta-
čové programy automaticky rozpoznávajú zložité vzory a robia rozhod-
nutia na základe dát.

Algoritmus strojového učenia sa1 je teda algoritmus, ktorý sa uč́ı z dát.
Ale čo máme na mysli tým, že ”sa uč́ı”? Mitchell (1997) uvádza defińıciu:
”Poč́ıtačový program sa uč́ı zo skúsenosti E s ohl’adom na určitú triedu
úloh T a meranie výkonnosti P, ak sa jeho výkon pri úlohách v triede
T, meraný pomocou P, zlepšuje použit́ım skúsenost́ı z E.”V rámci tejto
defińıcie si môžeme si predstavit’ vel’mi širokú škálu skúsenost́ı E, úloh T
a merańı výkonnosti P.

V týchto vysokoškolských učebných textoch prezentujeme formálnu de-
fińıciu toho, čo môže byt’ použité pre každú z týchto entit. Ale tiež bu-
deme pracovat’ intuit́ıvne, pretože zavádzanie formalizmu v niektorých
pŕıpadoch by značne zväčšilo rozsah tejto publikácie. Budeme sa zaoberat’

viacerými triedami úloh, skúsenosti budú vyjadrené v dátach a na ”učenie
sa” budeme použ́ıvat’ rôzne algoritmy.

Strojové učenie nám umožňuje riešit’ úlohy, ktoré sú vel’mi náročné Úlohy
na riešenie použit́ım programov naṕısaných a navrhnutých l’ud’mi. Z ve-
deckého a filozofického hl’adiska je strojové učenie sa zauj́ımavé, pretože
rozv́ıjanie nášho chápania strojového učenia znamená rozv́ıjat’ naše chá-
panie prinćıpov, ktoré tvoria základ umelej inteligencie.

V tomto relat́ıvne formálnom vymedzeńı slova
”
úloha“, samotný proces

”
učenia sa“ nie je úlohou. Učenie sa je náš prostriedok na dosiahnutie

schopnosti splnit’ úlohu. Napŕıklad, ak chceme, aby bol robot schopný
chodit’, potom chôdza je úloha. Mohli by sme robota naprogramovat’,
aby sme ho naučili chodit’, alebo by sme sa mohli pokúsit’ priamo naṕısat’

ručne program, ktorý špecifikuje, ako má chodit’.

1V slovenčine sa použ́ıvajú slovesá
”
učit’“ a

”
učit’ sa“, preto je vhodné uvedomit’ si, o ktorú

aktivitu ide. Algoritmy, ktoré adaptujú svoje parametre na základe nejakých poznatkov
”
sa

učia“.
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Typickými pŕıkladmi úloh sú klasifikačné, regresné a aproximačné úlohy.

Aby sme mohli vyhodnotit’ schopnosti algoritmu strojového učenia, mu- Meranie
výkonnostiśıme navrhnút’ kvantitat́ıvne meranie jeho výkonnosti. Zvyčajne toto me-

ranie P je špecifické pre úlohu T vykonávanú systémom.

V pŕıpade úloh, ako je klasifikácia, často meriame presnost’ modelu. Pres-
nost’ predstavuje pomer pŕıkladov, pre ktoré model produkuje správny
výstup. Ekvivalentné informácie môžeme źıskat’ merańım miery chybo-
vosti, podielu pŕıkladov, pri ktorých model produkuje nesprávny výstup.

Vol’ba typu merania výkonnosti sa môže zdat’ jednoduchá a objekt́ıvna,
ale často je vel’mi dôležité vybrat’ si tak, aby meranie zodpovedalo požado-
vanému správaniu sa systému. V niektorých pŕıpadoch je preto dôležité
rozhodnút’, čo sa má merat’. Napŕıklad, pri vykonávańı regresnej úlohy
by sme mali penalizovat’ systém viac, ak často rob́ı stredne vel’ké chyby
alebo ak zriedka rob́ı vel’mi vel’ké chyby? Tieto možnosti výberu závisia
od aplikácie.

Učiace sa algoritmy môžu byt’ charakterizované podl’a typu učenia sa: Skúsenosti
bez dozoru alebo pod dohl’adom. Ale aké skúsenosti môžu mat’ počas
procesu učenia sa? Väčšina učiacich sa algoritmov v našom pŕıpade bude
použ́ıvat’ celý súbor údajov. Súbor údajov je súbor mnohých pŕıkladov.
Niekedy ich budeme tiež nazývat’ pŕıklady dátových bodov. Skúsenost’ sa
teda bude nachádzat’ v pŕıkladoch. Napŕıklad, pomocou pŕıkladu sa dá
vyjadrit’, že to, čo má štyri nohy, operadlo a sedaciu čast’, je stolička.

V týchto vysokoškolských učebných textoch venujeme prvé tri kapitoly
teoretickým poznatkom z oblasti strojového učenia a výpočtového učenia,
v ktorých ukážeme tvorbu konceptov pre objekty, s ktorými budeme pra-
covat’, pŕıpravu konceptov – hypotéz, ktoré budú predstavovat’ naučený
algoritmus a proces učenia sa z pŕıkladov. Táto čast’ je motivovaná knihou
Anthony [1].

Ďašie tri kapitoly sú venované lineárnemu modelovaniu a klasifikácii pre-
dovšetkým do dvoch tried. Lineárnemu modelovaniu je venovaná pozor-
nost’ aj z hl’adiska dôveryhodnosti dosahovaných výsledkov. Klasifikácia
je analyzovaná pomocou perceptrónov a pomocou metódy podporných
vektorov (Support Vector Machines). Motivácia pre tieto kapitoly a de-
siatu kapitolu bola nájdená v knihe Rogers & Girolami [6].

Rozhodovacie stromy a metódy zhlukovania sú predmetom d’aľśıch dvoch
kapitol, ktoré sú prezentované pomocou pojmov definovaných v knihe
Han a kol. [3]. Posledná kapitola sa zaoberá Bayesovským pŕıstupom
k strojovému učeniu, v ktorej predovšetkým na pŕıklade vysvetl’ujeme
pravdepodobnosti vystupujúce v Bayesovom vzorci.

Vysokoškolské učebné texty sú určené pre študentov bakalárskych, ma-
gisterských, inžinierskych a doktorandských študijných programov infor-
matických odborov.
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Kapitola 2

Koncepty, hypotézy, učiace sa
algoritmy

Existuje viacero typov aktiv́ıt označovaných ako ”učenie sa”. V úvode
budeme študovat’ matematický model takého procesu. Tento model sa
zdá byt’ použitelný, pretože zachytáva základ určitých aktiv́ıt, ktoré boli
poṕısané predtým pomocou nepresných výrazov, a zároveň umožnuje
vytvorit’ netriviálne matematické tvrdenia, ktoré môžu byt’ dokázané.
Terminológia a text tejto kapitoly a nasledujúcich dvoch kapitol je silne
motivovaný učebnicou Anthony (1997).

V reálnom svete máme množstvo objektov, ktoré použ́ıvame v rôznych
situáciách, napŕıklad stoly, stoličky, a pod. Množina rôznych stoličiek
tvoŕı množinu pŕıkladov stoličiek, na základe ktorých sme si vytvorili
akýsi model (vzor) stoličky. Napŕıklad, môžeme brat’ do úvahy nasle-
dujúce atribúty pre stoličku: má 4 nohy, má operadlo, má sedaciu čast’,
nemá chvost, na farbe nezálež́ı. Takýto abstraktný vzor budeme nazývat’

koncept. Na základe definovaného konceptu budeme vediet’ podobné ob-
jekty zaradit’ alebo nezaradit’ k stoličkám.

Na obrázku 2.1 je uvedený postup rozpoznávania objektu, ktorý je použi-
tel’ný pre nejaký robot alebo stroj. Stroj dostane zakódované pŕıklady
a muśı mat’ algoritmus, na základe ktorého vytvoŕı svoju odpoved’.

Obr. 2.1: Spracovanie pŕıkladov reálneho sveta pomocou natrénovaného stroja
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Kvalita odpoved́ı stroja M záviśı od kvality algoritmu a bolo by vhodné
mat’ algoritmus, ktorý sa dokáže modifikovat’ na základe spracovaných
správne (aj nesprávne) pŕıkladov. Proces adaptácie algoritmu z pŕıkladov
budeme nazývat’ učenie sa.

2.1 Koncepty

Sformalizujeme pojem koncept, ktorý budeme popisovat’ pomocou množi-
ny pŕıkladov. 1

Nech množina Σ je abeceda na popis pŕıkladov. Napŕıklad, Σ = {0, 1},
Σ = R, množina reálnych č́ısel.
Množina Σn, n ≥ 1, predstavuje množinu všetkých ret’azcov d́lžky n
v abecede Σ. Do množiny Σ∗ patŕı prázdny ret’azec a všetky ret’azce
konečnej d́lžky.

Obr. 2.2: Popis ṕısmena I pomocou bitmapy v abecede Σ = {0, 1}.

Koncept,
priestor
pŕıkladovDefińıcia 2.1 Nech X ⊆ Σ∗. Množina X sa nazýva priestor pŕıkladov.

Koncept v abecede Σ je funkcia c, c : X → {0, 1}. Prvok x, x ∈ X
sa nazýva pŕıklad. Ak pre x ∈ X plat́ı c(x) = 1, tak x je pozit́ıvny
pŕıklad, ak plat́ı c(x) = 0, tak x je negat́ıvny pŕıklad.

Zjednotenie množiny kladných a záporných pŕıkladov je definičný obor
funkcie c. Teda za predpokladu, že definičný obor je známy, c určuje a je
určované množinou svojich pozit́ıvnych pŕıkladov.

Pŕıklad 2.1 Pŕıklady konceptov

1. Koncept PARITA pre ret’azce vytvorené v abecede Σ = {0, 1}
1Koncept (z lat.) môže byt’:

� prvé predbežné spracovanie, návrh, náčrt (najmä textu);

� nákres, osnova, koncepcia, poňatie

� vo filozofii: formulácia, rozumový obraz, všeobecná myšlienka, pojem

� v logickej sémantike: zmysel mena

9



Σ = {0, 1}, pŕıkladový priestor X = Σ∗, c : Σ∗ → {0, 1}.
c definujeme takto: Nech y ∈ Σ∗, y = y1 . . . yn, potom

c(y) =

{
1 ak v y je nepárny počet jedničiek
0 ak v y je párny počet jedničiek

1011101 predstavuje kladný pŕıklad, 1000001 záporný pŕıklad.

2. Koncept PALINDROM

Σ = {0, 1}, pŕıkladový priestor X = Σ∗, c : Σ∗ → {0, 1}.
c definujeme takto: Nech y ∈ Σ∗, y = y1 . . . yn, potom

c(y) =

{
1 ak yı = yn−i+1 i = 1, 2 . . . n

2
0 inak

1011100 predstavuje záporný pŕıklad, 1000001 kladný pŕıklad.

3. Koncept n-ROZMERNÁ JEDNOTKOVÁ GUL’A

Σ = R, pŕıkladový priestor X = Σn, c : Σn → {0, 1}.
c definujeme takto: Nech y ∈ X, y = y1 . . . yn, potom

c(y) =

{
1 ak y1

2 + y2
2 + . . .+ yn

2 ≤ 1
0 inak

V pŕıpade n = 3, (0.2, 0.3, 0.1) predstavuje kladný pŕıklad a (2, 3, 1)
záporný pŕıklad.

2.2 Trénovanie a učenie sa

Sú dve množiny konceptov použ́ıvaných v rámci učenia sa poṕısaného na
obr. 2.1.

Prvou množinou je množina konceptov odvodených z reálneho sveta, Konceptový
priestorktorá je predkladaná na rozpoznanie (napŕıklad, je to ṕısmeno A). Táto

množina môže obsahovat’ koncepty ako ”ṕısmeno A”, ”ṕısmeno B”, . . . ;
každé ṕısmeno môže byt’ zakódované. Každý koncept má svoje množiny
kladných a záporných pŕıkladov. Ked’ je množina konceptov určovaná
týmto spôsobom, budeme pre ňu použ́ıvat’ výraz konceptový priestor a
označovat’ K.

Druhá množina konceptov obsiahnutých v rámci učenia na tom is- Hypotézový
priestortom obrázku je množina, ktorú stroj M je schopný rozpoznat’. Budeme

predpokladat’, že M je možné nastavit’ do rôznych stavov a v danom stave
bude klasifikovat’ niektoré vstupy ako kladné (výstup 1) a zvyšok ako
záporné (výstup 0). Teda stav stroja M určuje koncept, ktorý môžeme
chápat’ ako hypotézu. Množina všetkých konceptov, ktoré M určuje, bude
nazývaná hypotézový priestor a označovaná H.
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Ak sa vrátime k množine stoličiek, tak vid́ıme, že na základe konkrétnych
pŕıkladov je vytvorený koncept stoličky. Takých konceptov môže byt’ viac
a tvoria konceptový priestor (napŕıklad konceptový priestor pre nábytok).
Hypotézový priestor obsahuje hypotézy, na základe ktorých stroj dáva na
výstupe zaradenie vstupného objektu medzi stoličky alebo nie.

Pŕıklad 2.2 Stoličku je možné poṕısat’ pomocou atribútov: 4 nohy, chvost,
sedaćı priestor, zafarbenie, žije. Pŕıklady reprezentácie:

(4 nohy, chvost, sedaćı priestor, zafarbenie, žije), b
(1 0 1 0 0), 1
(1 0 1 1 0), 1

Ciel’om procesu učenia sa je vytvorit’ hypotézu, ktorá v nejakom zmysle
zodpovedá konceptu z konceptového priestoru vzhl’adom na vyššie uve- Ciel’ procesu

učenia sadené úvahy. V d’aľsom texte uvedieme detaily, kedy a akým spôsobom je
možné toto urobit’.

Máme teda 2 množiny konceptov:

� K - konceptový priestor – vychádzajúci z reality (koncept sa vytvára
z pŕıkladov),

� H - hypotezový priestor – množina hypotéz, ktoré popisujú kon-
cepty zovšeobecneným spôsobom

a problémom je ku každému konceptu k, k ∈ K, nájst’ nejaké h, h ∈ H,
ktoré je jeho dobrou aproximáciou.

V reálnych situáciách sú hypotézy tvorené na základe určitých informácíı,
ktoré nedávajú explicitnú defińıciu k. My budeme predpokladat’, že táto
informácia je poskytovaná postupnost’ou kladných a záporných pŕıkladov
patriacich do X. Chceme nájst’ hypotézu h ∈ H, ktorá bude popisovat’

koncept k čo najlepšie.

V praxi sú kladené obmedzenia na výpočtové zdroje, a preto sa muśıme
uspokojit’ s hypotézou h , ktorá ”pravdepodobne” reprezentuje k (apro-
ximuje k) v nejakom vopred definovanom zmysle.

Nech X ⊆ Σ∗ je pŕıkladový priestor. Σ = {0, 1} alebo Σ = R. Vzorka

d́lžky m je postupnost’ m pŕıkladov, t.j. m−tica x = (x1, x2, . . . , xm) ∈
Xm, kde xi sú pŕıklady. Postupnost’ môže obsahovat’ rovnaké pŕıklady
viackrát. Niekedy budeme predpokladat’, že sú navzájom rôzne (bez újmy
na všeobecnosti).

Tréningová vzorka s je postupnost’ pŕıkladov patriaca do množiny Tréningová
vzorka
pŕıkladov

(X × {0, 1})m, t.j.

s = ((x1, b1), (x2, b2), . . . , (xm, bm)),
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kde xi sú pŕıklady a bi vyjadruje, či pŕıklad je kladný alebo záporný.

Budeme predpokladat’, že vo vzorke nie sú žiadne sporné pŕıklady, t.j.
ak

xi = xj ⇒ bi = bj.

To teda znamená, že existuje funkcia f , definovaná ako f(xi) = bi (1 ≤
i ≤ m).

Defińıcia 2.2 Budeme hovorit’, že s je tréningová vzorka vhodná
pre ciel’ový koncept t ∈ H, ak plat́ı bi = t(xi), pre 1 ≤ i ≤ m.

Pŕıklad 2.3 Pŕıklad tréningovej vzorky pre koncept ”PALINDROM”

((0010, 0), (1001001001, 1), (111, 1), (010101, 0), (111101, 0))

Ciel’ový koncept t ∈ H:

Nech x = (x1 . . . xn), x ∈ X je pŕıklad, potom

t(x) =

{
1 ak xı = xn−i+1 pre 1 ≤ i ≤ n
0 inak

Tento ciel’ový sme vedeli vyjadrit’ presne jednoduchou funkciou. V praxi
pre zložiteǰsie problémy to nie je také jednoduché.

Uvažujme teraz o povahe učiaceho procesu, ktorý tu chceme študovat’. Učiaci
algoritmus
pre (K,H)

Majme dané a pŕıklady v abecede Σ, K - konceptový priestor a H -
hypotézový priestor.

Defińıcia 2.3 Učiaci algoritmus pre (K,H), niekedy nazývaný (K,H)-
učiaci algoritmus je procedúra, ktorá akceptuje vstupné tréningové vzorky
pre koncepty v K a výstupy sú v tvare hypotéz v H.

Aby táto procedúra mohla byt’ považovaná za algoritmus, muśı skončit’

a muśı byt’ efekt́ıvna. Ak ignorujeme problém efekt́ıvnosti, tak učiaci
algoritmus pre (K,H) je teda funkcia L, ktorá k l’ubovol’nej tréningovej
vzorke s pre ciel’ový koncept t ∈ C prirad́ı funkciu (hypotézu) h ∈ H.
Ṕı̌seme h = L(s).

Poznamenajme, že L by mala byt’ definovaná na celom pŕıkladovom pries-
tore X (mala by byt’ všeobecneǰsia), aj ked’ L(s) bola konštruovaná na
konečnej podmnožine X (lebo zahŕňa len pŕıklady vzorky (x1, ...., xm).

Hypotéza h ∈ H je konzistentná s tréningovou vzorkou s alebo súhlaśı Konzistentná
hypotéza,
konzistentný
algoritmus

s s, ak plat́ı h(xi) = bi, pre 1 ≤ i ≤ m.

Vo všeobecnosti nepredpokladáme, že L(s) je konzistentná s s, ale ked’
táto podmienka plat́ı pre všetky tréningové vzorky s, hovoŕıme že L je
konzistentný algoritmus. V tomto pŕıpade je funkcia L(s) rozširujúca
funkcia na celom pŕıkladovom priestore X.
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Vo všeobecnosti plat́ı, nie každé rozš́ırenie tréningovej vzorky bude vhod-
ným zovšeobecneńım, pretože ciel’ový koncept je len parciálne definovaný
pŕıkladmi vzorky. Okrem toho tréningová vzorka môže byt’ nereprezen-
tat́ıvna, alebo zavádzajúca. Napŕıklad, ak vhodne zakódujeme všetky
zvieratá a ciel’ový koncept je ”mačka”, tak sa môže stat’, že tréningová
vzorka pozostáva z bezchvostových mačiek.

Budeme predpokladat’, že nereprezentat́ıvne vzorky sú nepravdepodobné
a že väčšina vzoriek je dostatočne reprezentat́ıvna, takže rozš́ırenia fun-
kcíı sú vyhovujúce.

Pŕıklad 2.4 Ak uvažujeme koncept lineárnej separácie bodov v rovine
(dve triedy oddelené priamkou), tak konceptovým priestorom sú všetky
možné dvojice disjunktných množ́ın bodov.

Hypotézovým priestorom budú hypotézy, ktoré správne klasifikujú body
zadaných množ́ın, napŕıklad priamky, ktoré oddelia tieto body do dvoch
polrov́ın.

Učiacim algoritmom pre (K, H) tu môže byt’ učiaci algoritmus pre Ro-
senblattov perceptrón.

V d’aľsom uvedieme dva vel’mi jednoduché a vel’mi všeobecné algoritmy,
ktoré sú ale neefekt́ıvne. Neskôr budeme venovat’ pozornost’ efekt́ıvneǰśım
algoritmom.

2.3 Učenie sa pomocou konštrukcie

Nech X je pŕıkladový priestor, t ciel’ový koncept, X+, X+ ⊆ X množina
kladných pŕıkladov.

Jeden spôsob učenia sa pre ciel’ový koncept t je skonštruovat’ množinu X+

explicitne. Môžme začat’ s prázdnou množinou prechodom cez tréningovú
vzorku pridat’ každý pozit́ıvny pŕıklad. Formálne to môžeme vyjadrit’ po-
mocou nasledujúceho algoritmu.

Algoritmus 2.1 Učenie sa pomocou konštrukcie

begin
for all x ∈ X set h(x) = 0;
for i: = 1 to m do if bi = 1 then set h(xi) = 1;
L(s) = h;

end

Je zrejmé, že pre záporné pŕıklady a pŕıklady, ktoré neboli v tréningovej
vzorke algoritmus bude dávat’ odpoved’ 0. Niektoré otázky, týkajúce sa
algoritmu:
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1. Čo ak X je nekonečný priestor pŕıkladov? Odpoved’: Tréningová
vzorka je vždy konečná, teda zostane nekonečne vel’a záporných
pŕıkladov.

2. Ako vhodne vyjadrit’ hypotézový priestor tak, aby hypotézy boli
vhodne vyjadritel’né?

Ak odsunieme otázku efekt́ıvnosti, zauj́ımavé sú nasledujúce poznámky.
Zrejme, výstupná hypotéza L(s) je rovná ciel’ovému konceptu t ⇐⇒ ked’
s obsahuje všetky kladné pŕıklady pre t. Pretože s je konečná postupnost’,
to znamená, že len koncepty s konečným počtom kladných pŕıkladov
môžu byt’ naučené úplne.

Napŕıklad, koncept ”PARITA” je definovaný nad celým {0, 1}∗, teda
algoritmus nemôže skonštruovat’ celú množinu kladných pŕıkladov. Ak
sa obmedźıme na paritu ret’azcov d́lžky n, tak koncept ”PARITA” nad
{0, 1}n je naučitel’ný, počet kladných pŕıkladov je 2n−1, preto muśıme
volit’ počet pŕıkladov tréningovej vzorky aspoň tak vel’ký, t. j. m = 2n−1.

Tento algoritmus má aj dobré vlastnosti:

1. je konzistentný t.j. výstupná hypotéza L(s) klasifikuje všetky
pŕıklady vyskytujúce sa v s korektne.

2. každý pŕıklad tréningovej vzorky sa použije práve 1x. Toto je vel’mi
silná vlastnost’ .... on-line vlastnost’. V praxi to znamená, že pŕıklady
môžu byt’ prezentované učiacemu algoritmu, bez nutnosti mat’ extra
”pamät’”, ktorá ich ulož́ı pre d’aľsie použitie.

Defińıcia 2.4 Hovoŕıme, že algoritmus je bezpamät’ový (on-line) al-
goritmus, ak pre danú tréningovú vzorku s vytvára postupnost’ hypotéz
h0, h1, . . . hm, takých, že hi+1 záviśı len od hi a od priebežne spracovávané-
ho pŕıkladu vzorky (xi, bi).

2.4 Učenie sa oč́ıslovańım

Nasledujúca metóda učenia určite nie je bezpamät’ový on-line algoritmus.
Predpokladáme, že hypotézový priestor H je spoč́ıtatel’ný a má explicitné
oč́ıslovanie hypotéz, H = {h(1), h(2), . . .}
Predpokladajme, že s je tréningová vzorka pre ciel’ový koncept t.

Metóda: Porovnat’ každú hypotézu s každým pŕıkladom v s, odmietnut’
hypotézu, ak nesúhlaśı s hodnotou niektorého pŕıkladu. Po odmietnut́ı
hypotézy je tréningová vzorka testovaná tým istým spôsobom pre d’aľsiu
hypotézu. Proces sa zastav́ı, ked’ je nájdená hypotéza, ktorá vyhovuje
všetkým pŕıkladom tréningovej vzorky. Formálny zápis je vyjadrený v Al-
goritme 2.2.
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Algoritmus 2.2 Učenie sa oč́ıslovańım

Nech r - poradové č́ıslo hypotézy, i - poradové č́ıslo vzorky.

begin
r: = 1; i: = 1;
repeat

if h(r)(xi) 6= bi then
begin r: = r+ 1; i : = 1 end
else i: = i + 1;

until i = m + 1;
L(s) := h(r);

end

Množina H môže byt’ konečná, a teda môže sa stat’, že sa vhodná hy-
potéza nenájde. Modifikáciu algoritmu vieme l’ahko urobit’. V praxi sa
muśıme vyhnút’ použ́ıvaniu neprimeraných vel’kých hypotézových pries-
torov. Počet všetkých hypotéz h : {0, 1}n → {0, 1} je 22n . Ak n =
10, 22n = 21024 = 4512 = 8256 = 16128

Z poznámok vyplýva, že na to, aby sa táto metóda stala vhodnou metódou
učenia, je potrebné urobit’ určité obmedzenia na hypotézový priestor H
a jeho vzt’ah k priestoru konceptov K. Toto vedie k pojmu ”inductive
bias”.Je to predpoklad, že

”
učiaci sa“ má nejakú vopred nastavenú ideu

o tom, akú metódu klasifikácie učenie sa použ́ıva, t.j. učiaci sa vie, alebo
má nejaké informácie o konceptovom priestore.

Najjednoduchš́ı spôsob modelovania takého predpokladu je stanovit’ H =
K a v tomto pŕıpade hovoŕıme o učiacom algoritme pre H, čo znamená,
že pracujeme s (H,H). Väčšina preberaných algoritmov v d’aľsom bude
tohto typu.

2.5 Úlohy

1. Aký je počet kladných pŕıkladov konceptu ”palindrom”, ked’ pŕık-
ladový priestor je {0, 1}n ?

2. Nech w je nasledujúci koncept: {0, 1}n, y ∈ {0, 1}n, y = y1 . . . yn :

w(y) =

{
1 ak y obsahuje najviac 2 jedničky
0 inak

Ukážte, že počet kladných pŕıkladov v tomto koncepte je kvadra-
tickou funkciou n.

3. Predpokladajme, že v konečnom ”učeńı sa oč́ıslovańım” sme si ist́ı,
že hypotézy sú oč́ıslované tak, že tá, ktorú chceme, je v prvej polo-
vici. Ak môžeme spracovat’ 1 milión hypotéz za sekundu a pŕıkladový
priestor je {0, 1}9, kol’ko to bude trvat’ v najhoršom pŕıpade?
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Kapitola 3

Booleovské formuly
(hypotézy) a ich reprezentácie

Booleovské formuly tvorené logickými spojkami, ”AND (∧), OR (∨),
NOT (¬)”, nám poskytujú zjednodušený pohl’ad na koncepty a učiace
algoritmy. Ked’že sa tu pracuje v abecede {0, 1} je jednoduché odhadnút’

potrebné počty pŕıkladov tréningovej vzorky, je l’ahké vidiet’ nekonzis-
tentnost’ tréningových vzoriek. Budeme sa tu zaoberat’ dvoma priestormi
konceptov, a śıce množinou booleovských formúl, ktoré obsahujú len kon-
junkcie a negácie (”AND, NOT”, t.j. monočlenmi) a zložiteǰśım koncep-
tom, v ktorom sú do formúl pridané aj disjunkcie (”AND, NOT, OR”).

3.1 Učiaci sa algoritmus pre monočleny

Medzi najjednoduchšie priestory konceptov patŕı množina monočlenov.

Monočlen je booleovská funkcia vyjadrená ako konjunkcia literálov, t. j. Monočlen
premenných alebo ich negácíı. Konjunkcie vo formulách nebudeme vyjad-
rovat’ žiadnou spojkou (v tejto kapitole), negáciu premennej vyjadŕıme
čiarou nad ňou. Napŕıklad formula x1x2 vyjadruje x1ANDx2.

Literály sú premenné a ich negácie. Ak má formula n premenných, môže
mat’ najviac 2n rôznych literálov.

Idea algoritmu pochádza od Valianta (1984). Konjunkcia nadobúda hod-
notu 1 (true), ak sú všetky literály v nej pravdivé. Odstráneńım literálov,
ktoré to kazia, dostaneme pravdivú formulu.

Zač́ıname bez informácíı, t.j. predpokladáme výskyt všetkých 2n rôznych
literálov vo výslednej formule.

hu : u1ū1u2ū2 . . . unūn

Každý pozit́ıvny pŕıklad y = y1 . . . yn umožňuje odstránenie tých literálov
uj, pre ktoré yj = 0 a tých literálov ūj, pre ktoré yj = 1.
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Algoritmus 3.1 Učenie monočlenov

Predpokladajme, že s je tréningová vzorka

s = ((x1, b1), . . . (xm, bm))

xi = ((xi)1(xi)2 . . . (xi)n), 1 ≤ i ≤ m

hU . . . monočlenná funkcia obsahujúca literály v množine U.

begin
set U = {u1, ū1, . . . , un, ūn};
for i:=1 to m do

if bı=1 then
for j:=1 to n do

if (xı)j = 1 then delete ūj from U
else delete uj from U ;

L(s) = hU ;
end

Tento algoritmus sa nazýva štandardný učiaci algoritmus pre monočleny.

Redukovaná tréningová vzorka vznikne z pôvodnej tréningovej vzor- Redukovaná
tréningová
vzorka

ky vynechańım tých položiek v tréningových pŕıkladoch, ktoré neovplyv-
nia hodnotu hU , t.j. im odpovedajúce premenné (ani ich negácie) sa vo
formule hU nevyskytujú.

Veta 3.1 Štandardný učiaci algoritmus pre monočleny je konzistentný s
redukovanou tréningovou vzorkou, ak je bezosporná.

Dôkaz: To znamená, že výsledná neprázdna formula je konzistentná s
redukovanou tréningovou vzorkou, každý pŕıklad je konzistentne klasifi-
kovaný.

V každom kroku algoritmu je odstránených niekol’ko (možno žiadny) li-
terálov. Nech V je množina literálov, z ktorých je vytvorená výsledná
formula.

Ak hU(x) = 1 a V ⊂ U , tak hV (x) = 1. Po každej prezentácii kladného
pŕıkladu x, mazacia procedúra zaruč́ı, že hU(x) = 1 a teda klasifikácia
x je korektná. Teda koncová hypotéza L(s) korektne klasifikuje všetky
pozit́ıvne pŕıklady.

L’ubovol’ný negat́ıvny pŕıklad pre ciel’ový koncept t (t.j. výsledkom t pre
tento pŕıklad je 0) je založený na niektorom literále v t, ktorý nebol
odstránený.

Redukovaná vzorka je bezosporná, takže kladný a záporný pŕıklad sa ĺı̌sia
v aspoň jednej položke. Nech je to i-tá položka.
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Nech ui je odpovedajúci literál v t. Ak ui je premenná, tak všetky po-
zit́ıvne pŕıklady mali v tejto premennej nastavenú hodnotu 1. Záporný
pŕıklad bude mat’ v tejto položke 0. A teda výsledná hodnota t pre tento
záporný pŕıklad bude 0.

Ak ui je negácia premennej, tak všetky pozit́ıvne pŕıklady mali v tejto
premennej nastavenú hodnotu 0. Záporný pŕıklad bude mat’ v tejto položke
1. A teda výsledná hodnota t pre tento záporný pŕıklad bude 0.

Teda všetky negat́ıvne pŕıklady redukovanej tréningovej vzorky pre t (a
čiastočne tie vo vzorke) sú korektne klasifikované pomocou L(s).

Pŕıklad 3.1 Predpokladajme, že počet premenných vo formule je n = 8
a je daná tréningová vzorka

(10101010, 1), (00001111, 0), (10101111, 1), (10100011, 1)

Na začiatku predpokladáme, že vo formule je všetkých 16 literálov. Kroky
úpravy po použit́ı jednotlivých pŕıkladov:

1. Pred 1. pŕıkladom: u1u1u2u2u3u3u4u4u5u5u6u6u7u7u8u8

2. Po 1. pŕıklade: u1u2u3u4u5u6u7u8

3. Po 2. pŕıklade: u1u2u3u4u5u6u7u8. Druhý pŕıklad je negat́ıvny, teda
nič neovplyvńı.

4. Po 3. pŕıklade: u1u2u3u4u5u7

5. Po 4. pŕıklade: u1u2u3u4u7

Algoritmus pre učenie monočlenov má časovú zložitost’ O(m.n), kde m je
počet pŕıkladov tréningovej vzorky a n je počet premenných monočlena.
Počet pŕıkladov je najviac 2n. Počet možných formúl je 3n (premenná,
jej negácia alebo ani jedna z nich).

3.2 Učenie disjunkcíı malých monočlenov

Pri práci s booleovskými premennými sa stretneme s ich štandardnými
tvarmi, s ktorými sa dobre pracuje. Sú to

� Disjunkt́ıvna normálna forma (DNF)

µ1 ∨ µ2 ∨ · · · ∨ µn
kde µi je monočlen, 1 ≤ i ≤ r.

� Konjukt́ıvna normálna forma (KNF)

γ1 ∧ γ2 ∧ · · · ∧ γn
kde γi je, 1 ≤ i ≤ n je klauzula, t.j. disjunkcia literálov.
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Tvary booleovských funkcíı vieme ovplyvnit’ napŕıklad tým, že urč́ıme
ohraničenia na počty premenných v klauzulách alebo v monočlenoch.

Označenie:

� Mn-množina monočlenov nad {0, 1}n,

� Mn,k-množina monočlenov nad {0, 1}n, z ktorých každý má najviac
k literálov,

� Dn,k-množina disjunkcíı členov z množiny Mn,k.

Nasledujúci algoritmus navrhol Valiant (1984). Algoritmus zač́ına počia-

točnou hypotézou, ktorá je disjunkciou všekých monočlenov d́lžky najviac
k. Každý d’aľśı krok aplikuje jednoduchú logickú dedukciu, a śıce: pre
záporný pŕıklad je potrebné, aby všetky monočleny mali hodnotu 0, preto
odstránime tie monočleny, ktoré to kazia (nadobúdajú hodnotu true).

Algoritmus 3.2 Učenie disjunkcíı malých monočlenov

Predpokladáme, že dĺ̌zka tréningovej vzorky je m, µ je monočlen a µ(xi)
predstavuje boolevskú hodnotu monočlena µ pre pŕıklad xi.

begin
h:= disjunkcia všetkych monočlenov dľzky najviac k;

for i:=1 to m do
if (bi = 0) ∧ (h(xi) = 1) then

vymazat’ monočleny µ, pre ktore µ(xi) = 1;
L(s) := h;

end

Je zrejmé, že pre negat́ıvne pŕıklady naučený algoritmus bude dávat’

správne odpovede. V pŕıpade pozit́ıvnych pŕıkladov je potrebné opät’

uvažovat’ bezospornú redukovanú vzorku pŕıkladov, na ktorej sa bude
chovat’ konzistentne.

Časová zložitost’ algoritmu jeO(m.d), kde d je počet všetkých uvažovaných
monočlenov.

Pŕıklad 3.2 Použitie algoritmu pre učenie disjunkcíı malých monočlenov.
Budeme pracovat’ s formulami v D3,2.

Zoznam všetkých relevantných monočlenov je:

U = {u1, u2, u3, u1, u2, u3, u1u2, u1u3, u2u3},

u1u2, u1u3, u2u3, u1u2, u1u3, u2u3, u1u2, u1u3, u2u3.
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Majme tréningovú vzorku:

(000, 1), (001, 1), (010, 1), (011, 1), (100, 0), (101, 0), (110, 1), (111, 0)

Algoritmus nepoužije prvé štyri pŕıklady, lebo sú kladné. V d’aľśıch pŕık-
ladoch jeho chovanie je nasledujúce:

1. z U budú odstránené monočleny u1, u2, u3, u1u2, u1u3, u2u3;

2. z U budú odstránené monočleny u3, u1u3, u2u3, u1u3;

3. U zostane nezmenené;

4. z U budú odstránené monočleny u3, u1u2, u1u3, u2u3;

Výsledná formula má tvar h = u1 ∨ u1u2 ∨ u1u3 ∨ u2u3 ∨ u1u2 ∨ u1u3.

Túto formulu je možné zjednodušit’ na tvar: u1 ∨ u2u3.

3.3 Reprezentácia hypotézového priestoru

Učenie prediskutované v tejto časti malo zjednodušené predpoklady, a
śıce že konceptový priestor je ten istý ako hypotézový. V skutočnosti
sme uvažovali o tom, že ciel’ové koncepty majú nejaký popis pomocou
logických formúl alebo strojov. Hoci tento predpoklad sa môže zdat’
reštrikt́ıvny, je prirodzený pri hl’adańı riešeńı viacerých problémov.

3.4 Čas behu učiacich algoritmov

Učiace algoritmy poṕısané v predchádzajúcom texte sa zaoberajú boole-
ovskými konceptami. V týchto pŕıpadoch pŕıkladový priestor je {0, 1}n
pre nejaké pevné n a hypotézový priestor je množina funkcíı definovaných
na pŕıkladovom priestore. Pre každý z týchto algoritmov parameter n je
l’ubovol’ný v zmysle, že algoritmus je definovaný pre l’ubovol’né n a navyše
operuje v podstate tým istým spôsobom pre každú hodnotu n.

Napŕıklad, štandartný učiaci algoritmus pre priestor Mn monočlenov je
definovaný celkom všeobecne, hoci výpočet vždy prebieha pre danú hod-
notu n. Chceme kvantifikovat’ chovanie sa učiacich algoritmov vzhl’adom
na n, a je obvykle použ́ıvat’ nasledujúce defińıcie.

Defińıcia 3.1 Hovoŕıme, že zjednotenie hypotézových priestorov H =⋃
Hn je odstupňované (graded) pŕıkladmi vel’kosti n, ak Hn označuje hy-

potézový priestor definovaný len na pŕıkladoch z Xn.
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Defińıcia 3.2 Nech je daný učiaci algoritmus pre H =
⋃
Hn, t. j. L :

X∗ → H, taký, že ak s je tréningová vzorka pre h ∈ Hn, tak L(s)) ∈ Hn.
Hovoŕıme, že L podporuje stupňovanie (grading) priestoru H.

Uvažujme učiaci algoritmus L pre booleovský hypotézový priestor H =⋃
Hn, odstupňovaný vel’kost’ou pŕıkladov. Vstup do L je tréningová vzor-

ka, ktorá pozostáva zm n-bitových vektorov spolu sm 1-bitovými označe-
niami. Celkový počet bitov na vstupe je m(n+1) a bolo by možné použit’
toto jediné č́ıslo ako mieru vel’kosti vstupu. Avšak je výhodné sledovat’ aj
m aj n oddelene.

PoužijemeRL(m,n) na označenie najhoršieho času behu L na trénin-
govej vzorke m n-bitových vektorov.

Pŕıklad 3.3 Nech L je učiaci algoritmus pre monočleny poṕısaný vyššie.
Hypotézový priestor je zjednotenie

⋃
Mn. Hlavný krok algoritmu vyžaduje

kontrolu každého bitu u každého pozit́ıvneho pŕıkladu a možno vymazanie
niektorých literálov. V najhoršom pŕıpade, každý pŕıklad v tréningovej
vzorke môže byt’ pozit́ıvny pŕıklad, a tak by sme mali ošetrit’ tento krok
m-krát, každý krok obsahuje kontrolu n bitov. Iné časti výpočtu vyžadujú
porovnatel’ne tol’ko operácíı, takže môžme hovorit’, že čas behu RL(m,n)
je v tomto pŕıpade O(m ∗ n).

3.5 Konzistencia tréningovej vzorky

Nech H =
⋃
Hn je hypotézový priestor booleovských funkcíı odstupňova-

ný pŕıkladmi vel’kosti n. Problém konzistencie tréningovej vzorky pre H
môže byt’ stanovený nasledovne:

H -
konzistencia:

- Inštancia: Tréningová vzorka s vyjadrená n-bitovými ohodnotenými
pŕıkladmi.

- Otázka: Existuje hypotéza v Hn konzistentná s s?

Ukážeme, že v niektorých netriviálnych pŕıpadoch je tento problém NP-
t’ažký. Na to, aby sme vyjadrili praktický dosah tohto výsledku, potre-
bujeme urobit’ niekol’ko všeobecných komentárov.

Označme Ck
n klauzulu, t. j. disjunkciu vytvorenú výberom najviac k li-

terálov z n premenných. Ukážeme, že pre pevné k ≥ 3, problém kon-
zistencie pre Ck =

⋃
Ck
n je NP-t’ažký. Teda nie je pravda, že existuje

polynomiálny učiaci algoritmus pre Ck
n, ktorý produkuje konzistentnú

hypotézu.
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Dôkaz spoč́ıva v prevedeńı problému farbenia grafu s n vrcholmi pomo-
cou k farieb na tento problém, čo je NP-úplný problém pre k ≥ 3 (Garey,
Johnson 1979).

G = (V,E), k-farbenie je funkcia χ : V → {1, 2, . . . , k} s vlastnost’ou: ak Problém
farbenia
grafu:

〈vi, vj〉 ∈ E, potom χ(vi) 6= χ(vj).

Predpokladajme, že máme G = (V,E), V = {1, 2, . . . k}. Skonštruujeme
tréningovú vzorku s(G) nasledovne: Pre každý vrchol i ∈ V urč́ıme
záporný pŕıklad vektor vi, ktorý má 1 v poźıcii i-tej súradnice a 0 inde.
Pre každú hranu 〈i, j〉 ∈ E vezmeme ako pozit́ıvny pŕıklad vektor vi+vj.

Pŕıklad 3.4 Na obrázku je znázornený graf G = ({1, 2, 3, 4}, {12, 13, 14,
23, 34}). tréningová vzorka je vytvorená pŕıkladmi kvrcholom a hranám.

Obr. 3.1: Graf spolu s pripravenou tréningovou vzorkou

Veta 3.2 Existuje funkcia h ∈ Ck
n, ktorá je konzistentná so vzorkou

s(G) ⇐⇒ graf G je k-zafarbitel’ný.

Dôkaz:

⇒
Predpokladajme, že h ∈ Ck

n a je konzistentná s tréningovou vzorkou.
Podl’a defińıcie h je konjunkcia h = h1 ∧ h2 ∧ . . . hk klauzúl. Pre každý
vrchol i ∈ V , h(vi) = 0 a teda muśı ex. aspoň 1 klauzula hf , pre ktorú
hf (vi) = 0. Funkcia χ : V → {1, 2, . . . k} taká, že:

χ(i) = min{f | hf (vi) = 0}

Zostáva ukázat’, že χ je farbenie grafu G; inak povedané, ak i a j sú
dva vrcholy, pre ktoré χ(i) = χ(j), potom 〈i, j〉 /∈ E. Predp., že χ(i) =
χ(j) = f a teda hf (vi) = hf (vj) = 0. Pretože hf je klauzula, každý
literál, ktorý sa v nej vyskytuje muśı byt’ 0 na vi a na vj. Teraz vi má
1 len v i-tej poźıcii a tak hf (vi) = 0 implikuje, že len jeden negovaný
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literál, ktorý sa môže vyskytnút’ v hf je ui. Pretože to isté plat́ı pre uj,
dostávame, že hf obsahuje len niektoré literály uz, pre ktoré z 6= i, j. Teda
hf (vi + vj) = 0 a h(vi + vj) = 0. Ak by 〈i, j〉 bola hranou v G, potom by
platilo h(vi + vj) = 1, pretože sme predpokladali, že h je konzistentná s
s(G). Teda (i, j) nie je hranou v G a χ je farbenie.

⇐
Predpokladajme, že je dané farbenie χ : V → {1, 2, . . . , k}. Pre 1 ≤ f ≤ k
definujme hf ako klauzulu

〈∨uiχ(i)6=f〉

a definujme h = h1 ∧ h2 ∧ · · · ∧ hk. Tvrd́ıme, že h je konzistentná s s(G).

Najprv, predpokladajme, že pre vrchol i χ(i) = g. Klauzula hg je defino-
vaná tak, že obsahuje len tie (nie negované) literály, ktoré zodpovedajú
vrcholom nezafarbeným farbou g, a teda ui sa nenachádza v hg. Teda
hg(vi) = 0 a h(vi) = 0.

Ďalej, nech (i, j) je hrana v G. Pre každú farbu f aspoň jedno vi alebo
vj nemá farbu f ; označme vhodný výber i(f). Potom hf obsahuje literál
ui(f), ktorý je 1 na vi+vj. Teda klauzula hf je 1 na vi+vj a h(vi+vj) = 1,
ako sme požadovali.

Pŕıklad 3.5 Daný graf je 3-zafarbitel’ný. Odpovedajúce formuly sú: h1 =
v2 ∨ v3 ∨ v4, h2 = v1 ∨ v3, h3 = v1 ∨ v2 ∨ v4, h = h1 ∧ h2 ∧ h3

Obr. 3.2: Graf s ofarbeńım vrcholov

3.6 Úlohy

1. Naṕı̌ste postupnost’ hypotéz generovaných algoritmom učenia mono-
členov, ked’ na vstupe je prezentovaná tréningová vzorka

(11100101, 1), (00100011, 0), (11001001, 1)

Ak ciel’ový koncept je 〈u2u4u8〉, doplňte pŕıklady do vzorky, ktoré
sú pre to nutné.

2. Naṕı̌ste DNF formuly pre koncepty parita a palindrom na pŕıkla-
dových priestoroch {0, 1}5.
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3. Uved’te pŕıklad booleovskej funkcie 3 premenných, ktorá nie je D3,2.

4. Prečo je obyčajne vhodné uvažovat’ vel’kost’ vstupu v tvare lg n na-
miesto n, ked’ uvažujeme o otázkach efekt́ıvnosti?

5. Nasledujúci algoritmus je rýchlym algoritmom pre výpočet m-tej
mocniny daného č́ısla u. (výstupom je finálna hodnota uložená v
bot.)

bot:=1; top:=u; q:=m;

while q>0 do

begin

if q mod 2 =1 then bot:=top*bot;

top:=sqr(top);

q:=q div 2;

end;

Ukážte, že efekt́ıvnost’ algoritmu je O(s), kde s je miera vel’kosti m,
ako to bolo povedané v predchádzajúcom pŕıklade.

6. Navrhnite algoritmus, ktorý rozhodne, či daný n-bitový ret’azec je
palindrom a odhadnite jeho efekt́ıvnost’ vzhl’adom na vel’kost’ vstupu
n.

7. Nech G = (V,E) je graf s množinou vrcholov V = {1, 2, 3, 4, 5} a
množinou hrán
E = {12, 13, 15, 23, 25, 34, 35}. Vytvorte odpovedajúcu tréningovú
vzorku s(G) podl’a postupu v dôkaze. Nájdite najmenšiu možnú
hodnotu k, pre ktorú je funkcia h ∈ Ck

5 konzistentná s s(G) a danú
formulu vyjadrite explicitne.

8. Nech Cn = C1
n, čo je priestor booleovských funkcíı na {0, 1}n,

ktorý môže byt’ reprezentovaný jednou klauzulou. Sformulujte kon-
zistentný učiaci algoritmus pre Cn, ktorý je ”duálny”k štandardnému
algoritmu pre monočleny a vyhodnod’te tvrdenie, že jeho čas behu
je polynomiálny v m a n.
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Kapitola 4

Pravdepodobnostné učenie

4.1 Algoritmus pre učenie lúčov

V tejto kapitole sa budeme zaoberat’ vel’mi jednoduchým algoritmom pre
učenie sa v reálnom hypotézovom priestore. Budeme sa snažit’ odhadnút’,
aký presný je dosiahnutý výsledok a určit’ do akej miery je dôveryhodný.

Pôjde o učenie sa jednej reálnej meranej hodnoty (napŕıklad objemu
telesa), ktorá existuje, z postupnosti už nameraných hodnôt, pričom
vieme, že namerané hodnoty nemôžu byt’ menšie než skutočná hodnota
(skutočný kladný objem).

Koncept, ktorým sa budeme zaoberat’ je zl’ava uzavretý a sprava Lúč
otvorený interval (lúč) v množine reálnych č́ısel R, t.j. 〈Θ,∞) pre
l’ubovol’né reálne č́ıslo Θ. Budeme ho označovat’ rΘ. Tento koncept je
definovaný na pŕıkladovom priestore R funkciou

rΘ(y) = y ⇐⇒ y ≥ Θ

Algoritmus pre učenie v hypotézovom priestore H = {rΘ|Θ ∈ R} je
založený na idee, že za aktuálnu hypotézu vezmeme ”najmenš́ı” lúč ob-
sahujúci všetky pozit́ıvne pŕıklady v tréningovej vzorke.

V pŕıpade, že neexistujú kladné pŕıklady, vtedy budeme hovorit’ o práz-
dnom lúči. Bude označovaný r+∞.

Pre danú tréningovú vzorku

s = ((x1, b1), (x2, b2), . . . , (xm, bm))

výstupná hypotéza L(s) by mala byt’ rλ, kde

λ = λ(s) = min
1≤i≤m

{xi|bi = 1}

λ = +∞, ak vzorka neobsahuje kladné pŕıklady. Jednoduchá modifikácia
algoritmu, ktorý poč́ıta minimum konečnej množiny je postačujúca pre
naše účely. Toto poskytuje nasledujúci bezpamät’ový on-line algoritmus:
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Algoritmus 4.1 Učenie lúčov

Je daná tréningová vzorka s = ((x1, b1), (x2, b2), . . . , (xm, bm)) Učenie lúčov

begin
set λ = +∞;
for i:=1 to m do

if (bi = 1) and (xi < λ ) then set λ = xi;
L(s):=rλ;

end

Je l’ahké vidiet’, že ak tréningová vzorka je pre ciel’ovú hypotézu rΘ, potom
L(s) bude lúč rλ s λ = λ(s) ≥ Θ. Pretože je len konečný počet pŕıkladov v
tréningovej vzorke a celý pŕıkladový priestor je nespoč́ıtatel’ný, nemôžeme
očakávat’, že λ = Θ. Avšak, zdá sa, že ak d́lžka tréningovej vzorky rastie,
tak by sa mala zvyšovat’ pravdepodobnost’ toho, že chyba medzi rλ a rΘ

je vel’mi malá (pŕıpadne klesá).

Prakticky táto vlastnost’ môže byt’ charakterizovaná nasledovne:

Predpokladajme, že spust́ıme algoritmus s vel’kou tréningovou vzorkou a
potom sa rozhodneme použit’ výstupnú hypotézu rλ pre ciel’ovú (neznámu)
hypotézu rΘ. Inak povedané, uspokoj́ıme sa s tým, že ”učiaci sa” bol
adekvátne trénovaný. Ak λ nie je bĺızke k Θ, toto indikuje, že pozit́ıvne
pŕıklady, ktoré by boli bĺızke Θ sú relat́ıvne nepravdepodobné a nevysky-
tovali sa v tréningovej vzorke. Z toho vyplýva, ked’ klasifikujeme niektoré
d’aľsie pŕıklady, ktoré sú śıce prezentované podl’a toho istého rozloženia,
aj tak môžme urobit’ niekol’ko chýb ako dôsledok použitia rλ namiesto
rΘ.

Zauj́ıma nás, akej chyby sa dopust́ıme a do akej miery je výsledok dôvery-
hodný. Je zrejmé, že výsledok bude závisiet’ od tréningovej vzorky, resp.
od pravdepodobnostného rozdelenia pŕıkladov.

4.2 Pravdepodobnostné aproximačne
správne učenie, PAC učenie

1

Uvažujme model, v ktorom tréningová vzorka s pre ciel’ový koncept t je
generovaná výberom pŕıkladov x1, x2, . . . , xm z X ”náhodne” podl’a ne-
jakého známeho, pevne daného, pravdepodobnostného rozdelenia. Učiaci
algoritmus L produkuje hypotézu L(s), ktorá je očakávaná ako dobrá ap-
roximácia pre t. Vyžadujeme nasledjúce: ak počet pŕıkladovm v trénujúcej
vzorke vzrastie, tak z pravdepodobnosti vyplynie, že chyba, ktorá je

1PAC - Probably Approximately Correct learning
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výsledkom použitia L(s) namiesto t, je menšia.

Základné pojmy:

X - pravdepodobnostný priestor,

A - trieda podmnož́ın množiny X,

µ - pravdepodobnostné rozdelenie, miera pravdepodobnosti, z A do in-
tervalu 〈0, 1〉.

A→ 〈0, 1〉.

Od triedy A sa vyžaduje, aby bola uzavretá vzhl’adom na operácie kom-
plementu, konečného prieniku a spoč́ıtatel’ného zjednotenia.
Prvok A ∈ A, sa nazýva udalost’ a µ(A) je pravdepodobnost’ udalosti A.

Od µ sa vyžaduje, aby splňovala nasledujúce podmienky:

µ(∅) = 0, µ(X) = 1,

a pre l’ubovol’né po dvoch disjunktné množiny A1, A2, . . . ∈ A

µ(
∞⋃
i=1

Ai) =
∞∑
i=1

µ(Ai).

Pre nás X je pŕıkladový priestor, a pŕıklady sú bud’ booleovské alebo
reálne. V prvom pŕıpade je X konečná alebo spoč́ıtatel’ná množina, a teda
A môže byt’ triedou všetkých podmnož́ın X. V reálnom pŕıpade môžeme
zobrat’ za A l’ubovol’nú dostatočne vel’kú triedu obsahujúcu množiny,
ktoré potrebujeme uvažovat’; postač́ı uvažovat’ triedu borelovských množ́ın
v Rn.

V oboch pŕıpadoch budeme použ́ıvat’ vhodnú triedu bez explicitného vy-
jadrovania detailov.

Budeme jednoducho hovorit’ pravdepodobnostné rozdelenie µ na X, č́ım
mienime funkciu µ definovanú na vhodnej triede A a splňujúcej axiómy
uvedené vyššie. Treba zdôraznit’, že v aplikáciách, o ktorých sme sa
zmieňovali, nerob́ıme žiadne predpoklady o µ, okrem podmienok uve-
dených v defińıcii. Situácia, ktorú sme modelovali, je vyjadrená množinou
pŕıkladov prezentovaných učiacemu sa a chovaúcej sa (modeluje) podl’a
nejakého pevného, ale neznámeho rozdelenia. Učitel’ovi je povolené klasifi-
kovat’ pŕıklady ako pozit́ıvne a negat́ıvne, ale nemôže riadit’ postupnost’,
v ktorej pŕıklady budú prezentované.

Budeme pokračovat’ s predpokladom, že ciel’ový koncept patŕı do hy-
potézového priestoru H, ktorý je dostupný učiacemu sa. K danému ciel’o-
vému konceptu t ∈ H definujeme chybu l’ubovol’nej hypotézy h ∈ H
vzhl’adom na t a bude to pravdepodobnost’ udalosti h(x) 6= t(x), t. j.

errµ(h, t) = µ{x ∈ X | h(x) 6= t(x)}.
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v kučeravých zátvorkách je error set - chybová množina a predpokladáme,
že existuje udalost’ taká, že tejto udalosti môže byt’ priradená pravdepo-
dobnost’. Ked’ pôjde o t známe z konceptu, budeme tiež použ́ıvat’ označenie
errµ(h).

Pŕıklad 4.1 Pravdepodobnost’ chyby

Nech X = {0, 1}3, predpokladajme, že ciel’ový koncept je 〈u1〉. Chybová
množina pre hypotézu 〈u1u2〉 obsahuje dva pŕıklady, 110 a 111. Tak

err<u1u2> = µ{110, 111}.

Napŕıklad, ak µ - rovnomerné rozdelenie na X - 1
8

je pravdepodobnost’

každého pŕıkladu, potom

err〈u1u2〉 =
1

4
.

Ak z nejakých dôvodov pŕıklady, u ktorých je y2 = 1 sú málo pravdepo-
dobné, potom errµ bude o niečo menšia.

Ked’ je daná množina X so štruktúrou pravdepodobnostného priestoru,
karteziánsky súčin množ́ın Xm preberá pravdepodobnostnú štruktúru X.
Detaily nebudeme rozoberat’, je postačujúce poznamenat’, že konštrukcia
nám umožňuje považovat’ komponentym-tice (x1, x2, . . . , xm) za nezávislé
premenné, rozdelenie každej z nich je podl’a pravdepodobnostného roz-
delenia µ na X. Odpovedajúce pravdepodobnostné rozdelenie na Xm je
označované µm.

Neformálne, pre dané Y ⊆ Xm budeme interpretovat’ hodnotu µm(Y ) ako
”pravdepodobnost’, že náhodná vzorka m pŕıkladov vybratých
z X podl’a rozdelenia µ patŕı do Y”.

Nech S(m, t) označuje množinu tréningových vzoriek d́lžky m pre daný
ciel’ový koncept t, kde pŕıklady sú vyberané z pŕıkladového priestoru X.
L’ubovol’ná postupnost’ pŕıkladov x ∈ X determinuje a je determinovaná
tréningovou vzorkou s ∈ S(m, t) :

ak x = (x1, x2, . . . , xm), potom s = ((x1, t(x1), (x2, t(x2), . . .).

Inak povedané, existuje zobrazenie Φ

Φ : Xm → S(m, t), pre ktorú Φ(x) = s

Teda môžeme interpretovat’ pravdepodobnost’, že s ∈ S(m, t) má nejakú
danú vlastnost’ P, nasledujúcim spôsobom. Definujeme

µm{s ∈ S(m, t) | s má vlastnost’ P }

to znamená

µm{x ∈ Xm | Φ(x) ∈ S(m, t)má vlastnost’ P }

Z toho vyplýva, že ked’ pŕıkladový priestor X je vybavený pravdepodob-
nostným rozdeleńım µ, môžeme zaviest’ prećızneǰsiu interpretáciu pre
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(i) chybu hypotézy, ktorá vznikne, ked’ učiaci algoritmus L pracuje s s;
Táto veličina pracuje s errµ(L(s, t)) alebo zjednodušene errµ(L(s)).

(ii) a pre pravdepodobnost’, že táto chyba je menšia než vopred zvolené
0 < ε < 1.

Druhá je pravdepodobnost’ vzhl’adom na µm, teda že s má vlastnost’
errµ(L(s)) < ε

PAC -
algoritmus

Defińıcia 4.1 PAC - algoritmus

Hovoŕıme, že algoritmus L je probably approximately correct (prav-
depodobnostne aproximačne správny) učiaci algoritmus, pre hypotézový
priestor H, ak

• k l’ubovol’nému reálnemu č́ıslu δ, . . . dôveryhodnost’ , 0 ≤ δ ≤ 1

• k l’ubovol’nému reálnemu č́ıslu ε, . . . pravdepodobnost’ chyby učenia
sa, 0 ≤ ε ≤ 1

• existuje kladné celé č́ıslo m0 = m0(δ, ε) také ,̌ze

• pre l’ub. ciel’ový koncept t ∈ H,
pre l’ub. pravdepodobnostné rozloženie µ na X pre všetky m ≥ m0

plat́ı
µm{s ∈ S(m, t) | errµ(L(s, t)) < ε} > 1− δ

t.j.
∀(0≤δ≤1)∀(0≤ε≤1)∃(m0=m0(ε,δ))∀(t∈H)∀(µ na X)∀(m≥m0)

µm{s ∈ S(m, t) | errµ(L(s, t)) < ε} > 1− δ

Skutočnost’, že m0 záviśı od δ a ε, ale nie od t a µ odráža to, že učiaci
sa môže byt’ schopný špecifikovat’ predpokladanú úroveň dôvery a pres-
nosti, aj ked’ ciel’ový koncept a rozloženie pŕıkladov sú neznáme. Dôvodom
k tomu, že je možné splnit’ podmienku pre l’ubovol’né µ je, že vyjad-
ruje vzt’ah medzi dvoma veličinami, ktoré obsahujú µ: chyba errµ a
pravdepodobnost’ vzhl’adom na µm určitej množiny.

PAC učenie je, v istom zmysle, najlepšie, v čo môžeme dúfat’ pri tomto
pravdepodobnostnom pohl’ade. Nereprezentat́ıvne tréningové vzorky, hoci
málo pravdepodobné, budú pŕıležitostne prezentované učiacemu algo-
ritmu, ale môžeme očakávat’, že je viac pravdepodobné, že je prezentovaná
použitel’ná tréningová vzorka. Naopak, aj ked’ máme reprezentat́ıvnu
tréningovú vzorku, rozš́ırenie tréningovej vzorky nebude vo všeobecnosti
koincidovat’ s ciel’ovým konceptom, takže aj tak výstupná hypotéza bude
len aproximačne správna.
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4.3 Učenie lúčov je PAC

Veta 4.1 Algoritmus L pre učenie lúčov je PAC.

Proof. Predpokladajme, že δ, ε, rΘ a µ sú zvolené, ale sú pevné. Nech s
je tréningová vzorka d́lžky m pre rΘ a nech L(s) = rλ. Zrejme, chybový
interval je 〈Θ, λ). Pre danú hodnotu ε a dané µ definujme

β0 = β0(ε, µ) = sup{β | µ〈Θ, β) < ε}

Ak uvažujeme λ ≤ β0 tak máme

errµ(L(s, t)) = µ〈Θ, λ) ≤ µ〈Θ, β0) ≤ ε

Udalost’, že s má vlastnost’ λ ≤ β0 je práve udalost’, že aspoň jeden pŕıklad
v s je v intervale 〈Θ, β0〉.

� -pravdepodobnost’ ≥ ε

pravdepodobnost’ ≤ ε pravdepodobnost’ ≤ 1− ε

θ λ β0

Obr. 4.1: V tejto situácii chyba výstupu je aspoň ε

Pretože µ〈Θ, β0〉 ≥ ε, pravdepodobnost’, že jeden pŕıklad nie je v tomto
intervale, je najviac 1−ε. Preto pravdepodobnost’, že žiadny zm pŕıkladov
vzorky s nie je v tomto intervale je najviac (1−ε)m. Ked’ budeme uvažovat’
komplementárnu udalost’ (existuje pŕıklad, ktorý je z tohto intervalu), z
toho vyplýva, že pravdepodobnost’, že λ ≤ β0 je aspoň 1− (1− ε)m.

Ako sme už poznamenali vyššie, že udalost’ λ ≤ β0 implikuje udalost’
errµ(L(s, t)) ≤ ε a tak

µm{s ∈ S(m, rΘ) | errµ(L(s, t)) ≤ ε} ≥ 1− (1− ε)m

Polož́ıme

m ≥ m0 =
1

ε
∗ ln1

δ

(1− ε)m ≤ (1− ε)m0 < e−εm0 < elnδ = δ
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tento výpočet ukazuje, že algoritmus je PAC.

Dôkaz korektnosti poskytuje explicitnú formulu pre d́lžku vzorky posta-
čujúcu na to, aby boli splnené predṕısané hodnoty presnosti a dôveryhod-
nosti. Predpokladajme, že δ = 0.001, ε = 0.01
m0 = 1

0.01
∗ ln 1

0.001
= 100 ∗ ln 1000 = 691.

Takže aspoň 691 pŕıkladov je treba, aby sme si boli ist́ı na 99,9%, že
najviac 1% pŕıkladov bude klasifikovaných nesprávne, za predpokladu,
že sú z toho istého zdroja ako tréningová vzorka.

Odvodenie vzt’ahu:

δ = (1− ε)m
ln δ = m ∗ ln(1− ε) = m ∗ −ε

1−ε ln δ ≤ m ∗ −ε
1−ε

ln(1− ε) ≤ ln(1) + f ′(0) ∗ ε
1!
≤ 0 + 1

1−ε ∗ (−1) ∗ ε
1!

− ln δ = m ∗ ε
1−ε

1−ε
ε
ln1

δ
≤ m⇒ (1

ε
− 1) ln 1

δ
≤ m

1
ε
∗ ln1

δ
+ ln δ ≤ m

4.4 Exaktné učenie

Ked’ pŕıkladový priestor X je konečný, pojem PAC - učenie má d’aľsie
dodatočné obmedzenia. Začneme tým, že l’ubovol’né pravdepodobnostné
rozdelenie na konečnej množine X je determinované hodnotami na jej
1-prvkových množinách {x}, použit́ım axiómy o aditivite. Budeme ṕısat’
µ(x) namiesto µ({x}). Ak budú nejaké pŕıklady, pre ktoré µ(x) = 0, s
pravdepodobnost’ou 1 sa nebudú vyskytovat’ v konečnej náhodnej vzorke a
môžu byt’ ignorované. Inými slovami, môžme, ak je to nutné, predefinovat’
X tak, že µ(x) > 0 pre všetky x ∈ X. Pretože X je konečný, veličina

εµ = min{x∈X}µ(x) > 0

je dobre definovaná.

Predpokladajme, že máme algoritmus L, ktorý je PAC pre hypotézový
priestor H definovaný na X. Vo význame defińıcie PAC algoritmu máme
dané δ, ε, µ, a t v ich obvyklom význame

m ≥ m0 ⇒ µm{s ∈ S(m, t) | errµ(L(s)) < ε} > 1− δ

Predpokladajme, že presnost’ ε je vybratá tak, aby nebola väčšia než
εµ. Potom podmienka errµ(L(s)) < ε implikuje, že chybová množina pre
L(s) je prázdna, pretože neexistujú žiadne pŕıklady, ktoré majú pravdepo-
dobnost’ menšiu než ε. Teda podmienka implikuje, že L(s) = t, t.j.
výstupná hypotéza je presne rovná ciel’ovému konceptu t.
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Záverom týchto úvah je, že učenie na konečnom priestore je presné PEC-

”
probably exactly correct“. Ale je v tom háčik. Jednoduchá vzorka d́lžky
m0 v defińıcii PAC-učenia záviśı od parametrov δ, ε ale nezáviśı od µ (a
t).

Argument uvedený vyššie obsahuje výber ε pomocou εµ, a tak hodnota
m0 vyžadovaná pre exaktné učenie bude závisiet’ od δ a µ. Toto je v spore
s naš́ım originálnym ciel’om dokazovania výsledkov, ktoré nie sú závislé
od rozdelenia µ (možno neznáme rozdelenie pŕıkladov).

Pŕıklad 4.2 Štandartný učiaci algoritmus pre monočleny na {0, 1}n pre
pevné n. Uvedieme ”PEC” vlastnost’. Kl’účovým zdeleńım tu je, že algorit-
mus poskytuje správne hypotézy, poskytované všetkými kladnými pŕıklad-
mi, ktoré boli zahrnuté do tréningovej vzorky. Dĺ̌zka tréningovej vzorky
rastie a rastie tiež pravdepodobnost’, že vzorka obsahuje všetky kladné
pŕıklady; dôsledkom toho pravdepodobnost’ spôsob́ı, že výstup je korektný.
Presneǰsie, nech εµ bude najmenšia hodnota µ(x), ktorú uvažujeme nad
množinou pŕıkladov x z {0, 1}n s nenulovou pravdepodobnost’ou. Potom

pravdepodobnost’, že tréningová vzorka dĺ̌zky m neobsahuje daný pŕıklad
je najviac (1−εµ)m. Pravdepodobnost’, že existuje jeden z danej množiny p
pŕıkladov, ktoré nie sú v tréningovej vzorke je preto p∗(1−εµ)m. Ak X+ je
množina kladných pŕıkladov pre daný ciel’ový koncept t, pravdepodobnost’,
že existuje pŕıklad v X+, ktorý nie je vo vzorke je najviac

|X+|(1− εµ)m

Potrebujeme vyjadrit’ m, teda

|X+|(1− εµ)m < δ

m lg(1− εµ) + lg |X+| < lg δ

lg |X+| − lg δ < −m lg(1− εµ) < mεµ

Použijeme nejaké známe skutočnosti:

|X t| ≤ |X| ≤ 2n a 1− εµ < exp(−εµ)

log|X+| ≤ n log(1− εµ) < −εµ

m ≥
⌈ n
εµ
ln2 +

1

εµ
ln

1

δ

⌉
Poznamenajme, že dĺ̌zka vzorky je nezávislá od t, ale záviśı od rozloženia
cez parameter εµ.

Poznámka: Niekol’ko variantov PAC - učenia bolo dosiahnutých tak,
že bolo umožnené, že učiaci algoritmus a vzorka dostatočnej d́lžky m0

záviseli nejakým spôsobom bud’ na rozdeleńı pravdepodobnosti µ alebo na
ciel’ovom koncepte t. Toto nie je umelé: v mnohých učiacich problémoch
je niečo známe - rozdelenie alebo ciel’. Výsledné defińıcie naučitel’nosti sú
menej atrakt́ıvne než bezkonceptové a bez-rozdelenia PAC defińıcie, ale
sú vel’mi často l’ahko splnitel’né. Je možné nájst’ vel’a publikovaných prác
skúmajúcich takéto ”neuniformné” PAC učenie.

32



4.5 Úlohy

1. Naṕı̌ste postupnost’ hypotéz generovaných algoritmom uvedeným
vyššie pre učenie lúčov, ak tréningová vzorka je nasledujúca: (6.1436,
1), (1.5987, 0), (4.2381, 1), (5.7462, 1), (4.3964, 1), (4.2167, 1).

2. Aká je d́lžka tréningovej vzorky pre algoritmus učenia lúčov, aby
bola dôveryhodnost’ 99.5% a najviac 25% pŕıkladov vybraných podl’a
nejakého rozdelenia do vzorky bolo zle klasifikovaných?

3. Modifikujte algoritmus pre učenie lúčov tak, že namiesto prázdneho
lúča na začiatku vezmeme nejaké vel’ké č́ıslo. Je tento algoritmus
konzistentný?

4. Dané sú dve reálne č́ısla a, b, a je mešie alebo rovné b. Intervalový
koncept Ca,b je definovaný takto:

Ca,b(y) = 1, ak y je v intervale [a, b], inak je rovné 0.

Nech H je hypotézový priestor všetkých intervalov, do ktorého patŕı
aj prázdny interval.

Nasleduje učiaci algoritmus pre H:

empty:=true;

for i:-1 to m do

if bi=1 then

if empty then begin a:=xi ; b:=xi;

empty:= false;

end else begin

if xi > b then b:=xi;

if xi < a then a:=xi end;

if empty then L(s):=prazdny interval

else L(s):=C<a,b>

Dokážte, že L je PAC s vhodne zvolenou d́lžkou vzorky. Akou?

5. Modifikujte algoritmus z predchádzajúceho cvičenia pre priestor
intervalových konceptov, ktorý nepouž́ıva funkciu identicky rovnú
nule.
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Kapitola 5

Lineárna regresia, logistická
regresia

Dôležitým problémom v strojovom učeńı, ktorý má široké použitie, je
odvodenie funkcionálnych vzt’ahov (učenie sa) medzi atribútovými pre-
mennými a s nimi asociovanou odozvou alebo ciel’ovými premennými
tak, že je možné predpovedat’ odozvu pre l’ubovol’nú množinu hodnôt at-
ribútových premenných. Napŕıklad chceme vytvorit’

”
model“, ktorý bude

predpovedat’ pŕıchod geomagnetickej búrky o niekol’ko hod́ın. 1 Na to je
potrebné mat’ k dispoźıcii namerané údaje d’aľśıch velič́ın, od ktorých je
geomagnetická búrka závislá a poznat’ ich vlastnosti. Iným pŕıkladom by
mohla byt’ predikcia transakcíı na burze.

5.1 Lineárne modelovanie

Najjednoduchš́ım pŕıkladom učiacich sa problémov je lineárne modelova-
nie, t. j. učenie sa lineárnych vzt’ahov medzi atribútmi a odozvami. V ta-
bul’ke 5.1 sú rekordné výsledky v skoku do dial’ky u mužov. Na obrázku 5.1
sú tieto výsledky2 znázornené graficky v paneli A. Rekordy tvoria rastúcu
funkciu. Náš ciel’ je použit’ tieto údaje na učenie pre model funkcionálnej
závislosti (ak existuje) medzi rokmi rekordov a dosiahnutými výsledkami.
Je nám jasné, že rok nie je jediným faktorom, ktorý ovplyvňuje rekord.
Ked’ by sme chceli predpovedat’ seriózne, budeme musiet’ brat’ do úvahy
aj iné faktory, napŕıklad formu sút’ažiacich. Avšak na prvý kontakt s
lineárnym modelom nám tieto údaje postačia.

Nakoniec by sme chceli vediet’, v ktorom roku by sme mohli očakávat’

d’aľśı rekord.
1Modelom v strojovom učeńı bude vlastne program, ktorý rieši daný problém.
2wikipedia: https : //sk.wikipedia.org/wiki/Skok do dial’ky

34



Tab. 5.1: Muži, skok do dial’ky

Výkon Atlét Miesto Dátum
(m)
7,61 Sp. král’ovstvo Peter O’Connor Dublin 5. 8. 1901
7,69 USA Edwin Gourdin Cambridge 23. 7. 1923
7,76 USA Robert LeGendre Paŕıž 7. 7. 1924
7,89 USA William DeHart Hubbard Chicago 13. 6. 1925
7,90 USA Edward Hamm Cambridge 7. 7. 1928
7,93 Haiti Sylvio Cator Paŕıž 9. 9. 1928
7,98 Japonsko Chuhei Nambu Tokio 27. 10. 1931
8,13 USA Jesse Owens Ann Arbor 25. 5. 1935
8,21 USA Ralph Boston Walnut 12. 8. 1960
8,24 USA Ralph Boston Modesto 27. 5. 1961
8,28 USA Ralph Boston Moskva 16. 7. 1961
8,31 ZSSR Igor Ter-Ovanesyan Jerevan 10. 6. 1962
8,31 USA Ralph Boston Kingston 15. 8. 1964
8,34 USA Ralph Boston Los Angeles 12. 9. 1964
8,35 USA Ralph Boston Modesto 29. 5. 1965
8,35 ZSSR Igor Ter-Ovanesyan Mexiko 19. 10. 1967
8,90 USA Bob Beamon Mexiko 18. 10. 1968
8,95 USA Mike Powell Tokio 30. 8. 1991

5.1.1 Defińıcia modelu

Začneme defińıciou nášho modelu ako funkcie, ktorá mapuje naše vstupné
atribúty, v tomto pŕıpade roky rekordov v skoku do dial’ky na výstupné
alebo ciel’ové hodnoty - d́lžky skokov.

Je mnoho funkcíı, ktoré by sme mohli použit’ na toto mapovanie. Ak
označ́ıme x vstupný atribút (rok) a t výstupný atribút (d́lžku skoku),
matematicky to budeme zapisovat’ t = f(x). Okrem vstupných atribútov
(premenných) funkcia spravidla obsahuje d’aľsie parametre, z ktorých
niektoré sú modifikovatel’né (napŕıklad učeńım). Parametre učiaceho sa
modelu sú ústrednou témou strojového učenia. Budeme použ́ıvat’ zápis
t = f(x; a) pre vyjadrenie toho, že funkcia pracuje na atribútoch x a má
parametre a. Je zrejmé, že aj premenných aj parametrov môže byt’ viac.

Náš prvý model bude lineárny a bude mat’ jednu premennú a dva para- Prvý lineárny
modelmetre,

y = f(x) = kx+ q,

kde k, q sú konštanty a x je premenná a z geometrického hl’adiska táto
funkcia predstavuje priamku.

Predpoklady pre modelovanie Aby sme vedeli vybrat’ model, potre-
bujeme určit’ predpoklady charakterizujúce vzt’ah medzi x a t.

Pre prvý model sme stanovili, že vzt’ah bude lineárny. Dáta na obrázku
5.1 v paneli A by mohli byt’ modelované pomocou priamky. Teda

y = f(x; k, q) = kx+ q, (5.1)
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Obr. 5.1: Graf rekordov skoku do dial’ky mužov a predpoved’ d’aľsieho rekordu

K tomu, aby sme pre k a q vybrali najlepšie hodnoty, potrebujeme defi- Ohodnotenie
modelunovat’, čo to znamená najlepšie. Naš́ım ciel’om bude, aby model pre všetky

vstupné údaje dával výstupy, ktoré sa budú od skutočných výstupných
hodnôt ĺı̌sit’ čo najmenej (chyba modelu bude čo najmenšia). Predpokla-
dajme, že sú dané dvojice vstupných a výstupných hodnôt (x1, t1), (x2, t2),
. . . , (xN , tN).

Chyba modelu pre jednu dvojicu je

En(tn; f(xn; k, q) = (tn − f(xn; k, q))2 (5.2)

Pre všetky dvojice budeme použ́ıvat’ kvadratickú chybovú funkciu

E =
1

N

N∑
n=1

En(tn; f(xn; k, q)) (5.3)

Najlepš́ım modelom bude taký, pre ktorý bude chyba 5.3 najmenšia.
Matematicky to zaṕı̌seme

argmink,q
1

N

N∑
n=1

En(tn; f(xn; k, q)), (5.4)

čo znamená nájst’ argumenty, ktoré minimalizujú súčet chýb.
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5.1.2 Odvodenie vzt’ahov pre výpočet k a q

Pre dané dvojice vstupných a výstupných hodnôt (x1, t1), (x2, t2), . . . ,
(xN , tN) máme chybu

E =
1

N

N∑
n=1

En(tn; f(xn; k, q)) =
1

N

N∑
n=1

(tn − (kxn + q))2

=
1

N

N∑
n=1

(t2n − 2tn(kxn + q) + k2x2
n + 2kqxn + q2)

=
1

N

N∑
n=1

(k2x2
n + 2kxn(q − tn) + q2 − 2tnq + t2n) (5.5)

K výpočtu minima vypoč́ıtame najprv parciálne derivácie podl’a k a q
Parciálna derivácia podl’a k je

∂E

∂k
=

2k

N

N∑
n=1

x2
n +

2

N

N∑
n=1

(xn(q − tn)) (5.6)

Parciálna derivácia podl’a q je

∂E

∂q
=

2k

N

N∑
n=1

xn + 2q − 2

N

N∑
n=1

tn (5.7)

Označme x priemer hodnôt x1, . . . , xn a t priemer hodnôt t1, . . . , tn , t. j.

x =
1

N

N∑
n=1

xn, t =
1

N

N∑
n=1

tn

Polož́ıme (5.7) rovné 0

2k

N

N∑
n=1

xn + 2q − 2

N

N∑
n=1

tn = 2kx+ 2q − 2t = 0

teda q = t− kx.
Označme x2 priemer hodnôt x2

1, . . . , x
2
n a xt priemer hodnôt x1t1, . . . , xntn,

t. j.

x2 =
1

N

N∑
n=1

x2
n, xt =

1

N

N∑
n=1

xntn

Polož́ıme (5.6) rovné 0

2k

N

N∑
n=1

x2
n +

2

N

N∑
n=1

(xn(q − tn)) = 2kx2 + 2qx− 2xt = 0
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Dosadeńım q = t− kx dostaneme

2kx2 + 2(t− kx)x− 2xt = 0 (5.8)

Úpravou dostaneme výrazy pre k a q

k =
xt− xt
x2 − x2

, q = t− kx (5.9)

Výpočtom druhej derivácie sa presvedč́ıme, že ide o minimum.

Pre náš pŕıklad dostávame výsledky uvedené v tabul’ke 5.1.2.

Tab. 5.2: Muži, skok do dial’ky a vypoč́ıtané hodnoty

Por. č Rok Skok Rok*Skok Rok*Rok
1 1901 7,61 14466,61 3613801
2 1923 7,69 14787,87 3697929
3 1924 7,76 14930,24 3701776
4 1925 7,89 15188,25 3705625
5 1928 7,90 15231,20 3717184
6 1928 7,93 15289,04 3717184
7 1931 7,98 15409,38 3728761
8 1935 8,13 15731,55 3744225
9 1960 8,21 16091,60 3841600
10 1961 8,24 16158,64 3845521
11 1961 8,28 16237,08 3845521
12 1962 8,31 16304,22 3849444
13 1964 8,31 16320,84 3857296
14 1964 8,34 16379,76 3857296
15 1965 8,35 16407,75 3861225
16 1967 8,35 16424,45 3869089
17 1968 8,90 17515,20 3873024
18 1991 8,95 17819,45 3964081

(1/N)
∑N

n=1 1947,7 8,1739 15927,40 3793921

Hodnoty pre k, q a E sú

k = 0.0143; q = −19.7139; E = 0.0193

V paneli B na obrázku 5.1 sa nachádza vypoč́ıtaná priamka aj nakreslená
a vid́ıme, aký trend mali rekordy v skoku do dial’ky.

5.1.3 Predikcia rekordu

Trendovú priamku môžeme použit’ na predikciu, aký rerord by sme mohli
očakávat’ v niektorom z nasledujúcich rokov. Očakávaný rekord v roku
2018 je y = 0.0143 ∗ 2018 − 19.7139 = 9, 14m. a v roku 2019 je y =
0.0143 ∗ 2019− 19.7139 = 9, 16m.

Treba tu poznamenat’, že tieto presné predikcie sú len orientačné. Toto
sa prejavuje aj v predchádzajúci rokoch.
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5.2 Zovšeobecnené lineárne modely

Doteraz sme uvažovali lineárne modely, lineárne v parametroch aj v pre-
menných. Ak zavedieme indexované označenie parametrov w = (w1, w0) =
(k, q), tak (5.1) môžeme zaṕısat’

y = f(x; k, q) = kx+ q = w1x+ w0 = f(x; w), (5.10)

Model je stále lineárny v parametroch, ale kvadratický v dátach.

Všeobecneǰśı model je polynomiálny

f(x; w) =
K∑
k=0

wkx
k, x0 = 1; (5.11)

Matica dát má tvar

X =


x0

1 x1
1 x2

1 . . . xK1
x0

2 x1
2 x2

2 . . . xK2
...

...
...

...
...

x0
N x1

N x2
N . . . xKN


Nie je nutné použ́ıvat’ len polynomiálne funkcie, je možné použit’ K iných
funkcíı, hk(x).

Matica dát má potom tvar

X =


h1(x1) h2(x1) h3(x1) . . . hK(x1)
h1(x2) h2(x2) h3(x2) . . . hK(x2)

...
...

...
...

...
h1(xN) h2(xN) h3(xN) . . . hK(xN)



5.3 Úlohy

1. Analyzujte skoky do dial’ky u žien.

2. Na predchádzajúcich dátach vyskúšajte použitie parametricky lineár-
neho modelu s funkciami:

h1(x) = 1; h2(x) = x; h3(x) = sin(x−a
b

)

Zvol’te rôzne a a b.
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Kapitola 6

Lineárne modelovanie,
maximálna dôveryhodnost’

Lineárna regresia je jedným z najzákladneǰśıch algoritmov strojového
učenia a jednoducho sa snaž́ı analyzovat’ naše údaje pomocou preloženej
priamky s najmenšou chybou.

V tejto kapitole uvid́ıme lineárnu regresiu z inej perspekt́ıvy, a śıce z
hl’adiska pravdepodobnosti, najmä pomocou odhadu maximálnej dôvery-
hodnosti - Maximum Likelihood (ML). Budeme explicitne modelovat’

šum (chyby medzi modelom a pozorovaniami) v dátach pomocou náhod-
nej premennej.

6.1 Chyby ako šum

Pri vytvárańı lineárneho modelu sme predpokladali lineárny vzt’ah medzi
nezávislými premennými a závislou premennou. Tento model zachytáva
všeobecný trend v dátach, ale ignoruje to, že v niektorých bodoch sa
dopúšt’a vel’kej chyby. Z hl’adiska modelu je t’ažké tieto chyby obhájit’.
Vieme, že chyby v dátach budú a mali by sme ich pri tvorbe modelu
zohl’adnit’. Je možné s modelom experimentovat’, modifikovat’ jeho para-
metre, ale je tu ešte iný pŕıstup. Budeme brat’ náš modelovaćı problém
ako generat́ıvny, to znamená, že môžeme vytvárat’ model, ktorý bude
použitý na vytvorenie (generovanie) datasetu, ktorý vyzerá podobne ako
náš skutočný dataset.

Poznamenajme si niektoré vlastnosti chýb (majme na mysli náš pŕıklad
rekordov):

� Chyby sú rôzne v každom roku (bode x). Niekdy sú pozit́ıvne, nie-
kedy negat́ıvne a majú rôzne hodnoty.

� Nie je žiadny vzt’ah medzi vel’kost’ou chýb v rokoch (bodoch x).
Chyby nie sú funkciou roka (x).
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Použijeme náhodnú premennú εn na vyjadrenie chyby v roku xn a náš
model teraz bude vyzerat’ takto:

tn = wTxn + εn (6.1)

Na doplnenie defińıcie modelu potrebujeme rozhodnút’ o štatistickom roz-
deleńı εn. Najprv si vyjasńıme, že rozdiel medzi modelom a d́lžkami sko-
kov je spojitá veličina. Preto εn je spojitá náhodná premenná. Tiež si
uvedomı́me, že nemáme len jednu náhodnú premennú, ale máme pre
každý rok jednu. Môžeme predpokladat’, že tieto hodnoty sú nezávislé
preto pre pravdepodobnost’ p všetkých n skokov plat́ı

p(ε1, . . . , εn) = ΠN
n=1pn(εn) (6.2)

Ďaľśı predpoklad sa týka tvaru rozdelenia pn(εn). Budeme predpokladat’,
že pre všetky n je to Gaussovo (normálne) rozdelenie s priemerom 0
a varianciou σ2. Vieme, že tak εn môže nadobúdat’ kladné aj záporné
hodnoty a má zauj́ımavé modelovacie vlastnosti.

Použit́ım normálneho rozdelenia pre ε, t.j.

p(y|µ, σ2) =
1

σ
√

2π
exp(− 1

2σ2
(y − µ)2) (6.3)

s µ = 0 a σ2 = 0.05 dostaneme realistickeǰśı dataset.

Náš model teraz pozostáva z dvoch komponentov: Trend a šum

� deterministický komponent (wTxn), ktorý sa nazýva trend alebo
drift,

� náhodný komponent (εn), ktorý sa nazýva šum.

Je pravda, že šum môže mat’ iné štatistické rozdelenie než Gaussovo a
tiež nemuśı byt’ adit́ıvny, ale multiplikat́ıvny (tn = wTxnεn), ktorý sa
často využ́ıva pri zašumeńı obrázkov.

6.2 Dôveryhodnost’ (hodnovernost’)

Náš model je teraz v nasledujúcom tvare

tn = f(xn; w) + εn, εn ∼ N (0, σ2), (6.4)

kde N (0, σ2) predstavuje Gaussovo (normálne) rozdelenie s priemerom µ
a varianciou σ2.

Potrebujeme nájst’ optimálnu hodnotu pre w, ktorú označ́ıme ŵ. Tiež
tu máme d’aľśı parameter σ2, ktorý je potrebné nastavit’. V regresnom
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modeli chyba bola meraná pomocou rozdielu pozorovanej hodnoty a hod-
noty, ktorú predikoval model.

Efekt pridania náhodnej premennej do modelu je, že výstup modelu, t,
je teraz sám náhodná premenná. Inak povedané, neexistuje len jedna
hodnota tn pre partikulárne xn. Teda nie je možné použit’ chybu ako
prostriedok pre optimalizáciu w a σ2.

Pridanie konštanty (wTxn) do Gaussovej náhodnej premennej je ekvi-
valentné inej Gaussovej náhodnej premennej s priemerom posunutým o
uvedenú konštantu:

y = a+ z

p(z) = N (m, s)

p(y) = N (m+ a, s)

Preto náhodná premenná tn má nasledujúcu funkciu hustoty

p(tn|xn,w, σ2) = N (wTxn, σ
2) (6.5)

tn teda záviśı od partikulárnych hodnôt xn a w (určujú priemer) a od σ2

(určuje varianciu).

Aby sme videli, ako môžeme toto použit’ na hl’adanie optimálnej hod-
noty w a σ2, vyberme jeden rok z datasetu - 1980. Na základe mo-
delu predchádzajúceho (základného) lineárneho modelu majme určené
(w0, w1) a predpokladajme, že σ2 = 0.05. Na obrázku 6.2 je znázornená
p(tn|xn = 1980,w, σ2) ako funkcia tn. Pre tento rok dostaneme

p(tn|xn = [1, 1980]T ,w = [36.416,−0.0133]T , σ2 = 0.05), (6.6)

pri Gaussovom rozdeleńı µ = 36.416,−0.0133∗1980 = 10.02 a σ2 = 0.05.

Pripomeňme, že pre spojitú premennú t, p(t) nemôže byt’ interpretovaná
ako pravdepodobnost’. Výška krivky v partikulárnej hodnote pre t môže
byt’ interpretovaná takto: nakol’ko je hodnoverné (dôveryhodné), že bu-
deme pozorovat’ túto partikulárnu hodnotu t v danom roku x = 1980.
Najhodnoverneǰsia hodnota v roku 1980 by bola 10.02 sekúnd (pre Gaus-
sovo rozdelenie najhodnoverneǰśı - najvyšš́ı bod zodpovedá priemeru). Na
obrázku máme 3 pŕıklady časov - A, B, C. Z nich B je najhodnoverneǰśı,
a C najmenej hodnoverný.

Skutočný nameraný čas v roku 1980 je C (10.25 sekúnd). Hustota pravde-
podobnosti p(tn|xn,w, σ2) vyhodnotená v tn = 10.25 je dôležitá veličina,
ktorá je známa ako dôveryhodnost’ (hodnovernost’) n-tého dátového
bodu. Nemôžeme zmenit’ tn = 10.25 (máme to v dátach), ale môžeme
zmenit’ w a σ2 a skúšat’, posúvat’ a hl’adat’ čo najväčšiu dôveryhodnost’.

Idea hl’adania parametrov, ktoré maximalizujú dôveryhodnost’ týmto spô-
sobom, je kl’́učový koncept v strojovom učeńı.
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Obr. 6.1: Graf pre 1980, x-ová os t, y-ová os p(t|x)

6.3 Hodnovernost’ datasetu

V skutočnosti sa sa nezauj́ımame o dôveryhodnost’ jedného dátového
bodu, ale o dôveryhodnost’ celého datasetu. Označme X = [x1, . . . ,xN ],
t = [t1, . . . , tN ]. Ked’ máme N bodov, zauj́ıma nás podmienená pravde-
podobnost’

p(t1, . . . , pN |x1, . . . ,xN ,w, σ
2) = p(t|X,w, σ2).

Vyhodnotenie tejto hustoty v pozorovaných dátových bodoch dáva jednu
hodnotu dôveryhodnosti pre celý dataset, ktorú môžeme optimalizovat’

zmenou w a σ2.

Predpoklad, že šum v každom dátovom bode je nezávislá veličina, zna-
mená p(ε1, . . . , εN) = Πnp(εn) a umožňuje nám použit’ zauj́ımavé odvo-
denia. Táto spojená (joint) podmienená hustota môže byt’ rozdelená do
N separatných výrazov, jeden pre každý dátový objekt:

L = p(t|X,w, σ2) = ΠN
n=1p(tn|xn,w, σ2) = ΠN

n=1N (wTxn, σ
2) (6.7)

Nepovedali sme, že tn hodnoty sú navzájom úplne nezávislé. Sú v prie-
mere v čase klesajúce, a teda ponúkajú jasnú štatistickú závislost’. Ak by
boli úplne nezávislé, nemohli by sme vytvárat’ model. V skutočnosti sú
podmienene nezávislé – vzhl’adom k daným hodnotám w (determinis-
tická čast’ modelu) tn sú nezávislé (model ponúka výpočet v l’ubovol’nom
bode); bez nich nie sú celkom nezávislé.

Predstavme si, že nám chýbajú dáta z jedného roku, napŕıklad 1960.
Ostatné roky sú v poriadku. X, t neobsahujú údaje o roku 1960. Z daných
dát by sme chceli vediet’ niečo o roku 1960. Teda nás zauj́ıma

p(t1960|x1960,X, t)
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Z defińıcie podmienenej pravdepodobnosti dostaneme

p(t1960|x1960,X, t) =
p(t1960, t|x1960,X)

p(t|X)

Za prepokladu, že t sú nezávislé, výsledky v t1960 závisia len od x1960:

p(t1960|x1960,X, t) =
p(t1960|x1960)Πnp(tn|xn)

Πnp(tn|xn
= p(t1960|x1960)

Avšak pre náš model toto nie je použitel’né, t1960 muśı byt’ v nejakom
zmysle závisle od ostatných dát. Táto závislost’ je zapúzdrená v paramet-
roch w. Ak poznáme w, tak to, čo zostáva neznáme, je chyba medzi po-
zorovanými dátami a wTxn. Predpokladáme, že tieto chyby sú nezávislé.
Bez modelu pozorovania sú nezávislé, ale ked’ berieme do úvahy model
(w), pretože je tu chyba, pozorovania nie sú nezávislé.

6.4 Maximálna dôveryhodnost’

Budeme hl’adat’ parametre modelu w a σ2 také, ktoré urobia náš model
najdôveryhodneǰśı. Z analytických dôvodov budeme maximalizovat’ pri-
rodzený algoritmus dôveryhodnosti L (logaritmus je rastúca funkcia a
teda je to možné urobit’).

log L = ΣN
n=1 log

(
1√

2πσ2
exp{− 1

2σ2
(tn − f(xn; w))2}

)

=
N∑
n=1

(
−1

2
log(2π)− log σ − 1

2σ2
(tn − f(xn; w))2

)
= −N

2
log 2π −N log σ − 1

2σ2
ΣN
n=1(tn − f(xn; w))2

Substitúciou f(xn; w) = wTxn dostaneme

L = −N
2

log 2π −N log σ − 1

2σ2
ΣN
n=1(tn −wTxn)2 (6.8)

Parciálne derivácie podl’a w

∂ logL

∂w
=

1

σ2
ΣN
n=1xn(tn −wTxn)

=
1

σ2
ΣN
n=1

(
xntn − xnx

T
nw
)

= 0

Označme
X = [xT1 xT2 . . .x

T
N ]T , t = [t1t2 . . . tN ]T (6.9)
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X =


1 x1

1 x2
...

...
1 xN


Maximálna dôveryhodnost’ z hl’adiska w je v maticovom tvare

ŵ = (XTX)−1XT t (6.10)

Pre σ2 dostávame

∂L

∂σ
= −N

σ
+

1

σ3
ΣN
n=1(tn − xTn ŵ)2 = 0 (6.11)

σ̂2 =
1

N
ΣN
n=1(tn − xTn ŵ)2 (6.12)

Tento výraz je perfektný - variancia je jednoducho priemer kvadratickej
chyby. V maticovom označeńı

σ̂2 =
1

N
(t−Xŵ)T (t−Xŵ) =

1

N
(tT t− 2tXŵ + ŵTXTXŵ) (6.13)

Toto zjednoduš́ıme substitúciou (6.10), navyše plat́ı ŵT = tTX(XTX)−1

a (XTX)−1 je symetrická, a preto sa rovná svojej transponovanej matici.

Pre rekordy v behu dostávame

ŵ = [36.4165,−0.0133]T , σ2 = 0.0503

w je to isté ako pri pri lineárnej regresii, σ2 predstavuje varianciu Gaus-
sovho šumu, ktorý sme predpokladali v dátach.

6.5 Charakteristika max. dôveryhodnosti

Aby sme dokázali, že je to maximum, mali by sme vypoč́ıtat’ druhú de-
riváciu vo vypoč́ıtanom bode. Hodnota logL v maxime je

logL = −N
2

log 2π −N log σ̂2 − 1

2σ̂2
Nσ̂2 (6.14)

= −N
2

(1 + log 2π)− N

2
log σ̂2

L bude rást’, ked’ σ̂2 bude klesat’. Toto ale ovplyńı w, teda deterministický
model (výber komplikovaneǰsieho modelu).

Vzt’ah medzi zovšeobecneńım a pretrénovańım sa niekedy popisuje ako
bias – variancia tradeoff.
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Ak by sme mali pŕıstup k rozdeleniu, podl’a ktorého tréningová vzorka
vznikla, p(x|t), mohli by sme vypoč́ıtat’ očakávanú hodnotu kvadratickej
chyby medzi odhadnutými a skutočnými hodnotami.

Chceme, aby táto hodnota M̄ bola čo najmenšia. Môže byt’ dekompono-
vaná do dvoch výrazov bias, B, a variancia, V :

M̄ = B2 + V

Bias opisuje systematické chyby medzi naš́ım modelom a generovanými
dátami.

Ak je model pŕılǐs jednoduchý, bias je vel’ký (podtrénovanie). Ak vez-
meme zložiteǰśı model, bias vieme zńıžit’. Avšak zložiteǰsie modely majú
vysokú varianciu.

Dôležité je nájst’ správne vyváženie oboch.

6.6 Úlohy

1. Predpokladajme, že dataset N binárnych hodnôt x1, . . . , xN bol ge-
nerovaný Bernoulliho rozdeleńım. Vypoč́ıtajte odhad maximálnej
dôveryhodnosti pre Bernoulliho parameter.

Bernoulliho rozdelenie: P (X = x) = qx(1− x)1−x

2. Analyzujte skoky do dial’ky u žien použit́ım šumu. Vygenerujte po-
dobnú tréningovú vzorku.
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Kapitola 7

Klasifikácia

7.1 Úvod

Dve najčasteǰsie objavujúce sa úlohy v strojovom učeńı sú klasifikácia a
predikcia. Hlavný rozdiel spoč́ıva v type ciel’ového atribútu, ktorého hod-
notu predpovedáme. Klasifikácia je skupina metód strojového učenia,
ktoré slúžia na predpovedanie hodnôt nominálnych atribútov (tried),
napr. pridelenie alebo nepridelenie úveru.

Predikcia je skupina metód strojového učenia, ktoré slúžia na predpove-
danie hodnôt numerických atribútov, napr. predikcia spotreby vody na
určitom územı́.

Niektoŕı autori použ́ıvajú namiesto pojmu predikcia pojem regresia a
následne spoločným pojmom predikcia označujú klasifikáciu a regresiu.
My budeme použ́ıvat’ pôvodné označenie.

Klasifikácia – predpovedanie hodnôt nominálnych atribútov (tried).

1. fáza: vybudovat’ (naučit’ sa) model správania dát na základe tréningovej
množiny – obsahuje záznamy o objektoch, ktorých je hodnota ciel’ového
atribútu už známa.

2. fáza: zostavený model sa použije na predikciu hodnoty ciel’ového
atribútu u nových objektov (na základe hodnôt ostatných atri-
butútov, ktoré sú o objekte k dispoźıcii).

Pŕıklad ciel’ových atribútov: pohlavie, áno/nie, typ školy a podobne.

Pŕıklad: pridelenie úveru – zaradenie nových žiadatel’ov do kategórie
pridelit’/nepridelit’ na základe podobných údajov minulých žiadatel’ov o
úver.
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7.2 Klasifikácia do dvoch tried

Perceptrón je základný prvok umelej neurónovej siete rovnako ako je Perceptrón
neurón základným prvkom organických neurónových siet́ı. Existuje viac
modelov perceptrónu, ktoré sa navzájom ĺı̌sia svojimi funkciami a tiež
tým, do akej miery sa bĺıžia ku funkcii skutočného neurónu. V tejto
kapitole sa budeme zaoberat’ modelom perceptrónu s bipolárnou binárnou
aktivačnou funkciou, ktorý navrhol americký psychológ Frank Rosenblatt
v roku 1958. Model je znázornený na obrázku 7.2. Na vstupe perceptrónu
je vstupný vektor x = (x1, x2, . . . , xN). Nastavitel’nými parametrami sú
váhy a prah perceprónu, t. j. vektor w = (w1, w2, . . . , wN) a θ.

Obr. 7.1: Model perceptrónu

Funkciu f budeme nazývat’ aktivačnou funkciou.

f(x) =

{
1 ak x ≥ 1,
−1 inak.

(7.1)

Pre vstupný pŕıklad x perceptrón vypoč́ıta hodnotu

y = f(w · x− θ) = f(
N+1∑
n=1

wnxn) = f(
N∑
n=1

wnxn − θ), (7.2)

kde wN+1 = −1, xN+1 = θ.

Jediné čo perceptrón dokáže, je rozdelenie priestoru vzorov na dva polp-
riestory (označ́ıme si tieto polpriestory PL1 a PL2), ktoré sú oddelené
lineárnou deliacou hranicou - nadrovinou. Deliaca hranica vN -rozmernom
priestore je vyjadrená rovnicou (7.3)

w1x1 + w2x2 + · · ·+ wNxN − θ = 0 (7.3)

Ak budeme uvažovat’ 2-rozmerný priestor, t. j. perceptrón s dvoma vstupmi,
tak ten nedokáže riešt’ situáciu na obrázku 7.2, pretože neexistuje nad-
rovina (priamka), ktorá oddeĺı štvorčekov’e body od krúžkových.
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Obr. 7.2: Usporiadanie bodov v rovine, ktoré perceptrón nedokáže oddelit’

priamkou.

Riešime nasledujúci problém Formulácia
problémuJe daná tréningová vzorka

s = ((x1, y1), (x2, y2), . . . (xM, yM)) ,

kde xi = (xi,1, xi,2, . . . xi,N) a yi ∈ {−1,+1}. Je potrebné nájst’ nastavenie
váh a prahu tak, aby klasifikácia do dvoch tried podl’a perceptrónu bola
konzistentná s tréningovou vzorkou.

Rossenblatt navrhol základný učiaci algoritmus pre učenie perceptrónu,
avšak tu budeme hl’adat’ riešenie iným spôsobom.

Pre p-tý pŕıklad, p = 1, . . . ,M plat́ı, ak je správne klasifikovaný

w · xp − θ > 0, ak yp = +1

w · xp − θ < 0, ak yp = −1

Uvedené nerovnosti je možné zaṕısat’ pomocou jednej, ak použijeme −yp,
teda

− yp(w · xp − θ) < 0 (7.4)

Výraz max{0,−yp(w · xp − θ}) nadobúda hodnotu 0, ak je pŕıklad xp

správne klasifikovaný a nadobúda kladnú hodnotu, ak je klasifikovaný
nesprávne.

Chceme, aby všetky pŕıklady boli klasifikované správne, preto uvažujeme
nasledujúcu funkciu

f1(w, θ) =
N∑
p=1

max{0,−yp(w · xp − θ}) (7.5)

a tiež chceme, aby chyba klasifikácie bola minimálna, preto riešime problém

min
w,θ

N∑
p=1

max{0,−yp(w · xp − θ)}, (7.6)
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ktorý nájde optimálne parametre pre separujúcu nadrovinu. Avšak sú
tu dva technické problémy, s ktorými sa treba vysporiadat’ pri hl’adańı
riešenia:

� jedným z optimálnych riešeńı je θ = 0,w = (0, 0, . . . , 0); toto
riešenie je potrebné ignorovat’ vo väšine pŕıpadov;

� funkcia f1 je spojitá, ale nie je všade diferencovatel’ná, preto sa tu
nedá použit’ metóda poklesu gradientu.

Jedným z použ́ıvaných riešeńı je nahradenie nediferencovatel’nej funkcie Logistická
funkciamax vo výraze (7.5), kde sa jedná o maximum z dvoch hodnôt, funkciou

softmax(e1, e2) = log(ee1 + ee2); (7.7)

V našom pŕıpade

softmax(e1, e2) = softmax(0,−yp(w · xp − θ) = log(1 + e−yp(w·xp−θ))
(7.8)

Obr. 7.3: Porovnanie priebehov funkcíı max a sofmax.

Funkcia softmax je dobrou aproximáciou funkcie max a je diferenco-
vatel’ná. Takže funkciu f1 nahrad́ıme funkciou f2 (7.9), ktorú budeme
nazývat’ softmax cenová funkcia.

f2(w, θ) =
N∑
p=1

log(1 + e−yp(w·xp−θ)) (7.9)

Táto funkcia už nemá vyšie uvedené dva problémy funkcie f1. Formálne
sa náš problém redukoval na problém (7.10).

min
w,θ

N∑
p=1

log(1 + e−yp(w·xp−θ)) (7.10)
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Použijeme gradientovú metódu na hl’adanie minima funkcie f2(w, θ). Za-

ved’me označenie x̃p =

[
xp

−1

]
a w̃ =

[
w
θ

]
Funkcia f2 sa zmeńı na

f2(w̃) =
N∑

p=1

log(1 + e−yp(w̃·x̃p)) (7.11)

Deriváciou funkcie f2 dostaneme vzt’ah (7.12).

∇f2(w̃) =
N∑

p=1

σ(−ypw̃ · x̃p) (1− σ(−ypw̃ · x̃p)) x̃p · x̃p (7.12)

kde σ(−t) = 1
1+et

je logistická sigmoidálna funkcia. Riešenie pre nastave-

nie váh źıskame, ked’ polož́ıme ∇f2(w̃) = 0.

7.3 Pásový perceptrón

Nadrovina, ktorá oddel’uje body dvoch tried, je daná rovnicou, ktorú
zaṕı̌seme vo vektorovom tvare w · x = 0. Ak nechceme, aby v bĺızkosti
nadroviny sa nachádzali nejaké body, môžeme stanovit’ nasledujúce pod-
mienky

w · xp − θ ≥ d, ak yp = +1

w · xp − θ ≤ d, ak yp = −1, (7.13)

kde d určuje nadrovinu posunutú do kladného alebo záporného polpries-
toru.

Obr. 7.4: Lineárne separovatel’né dáta je možné oddelit’ nadrovinou.

Analogickým spôsobom ako pri obyčajnom perceptróne vieme určit’ fun-
kciu, ktorú budeme minimalizovat’ (7.14).

min
w,θ

M∑
p=1

max (0, d− yp(w · xp − θ)) (7.14)
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Aj v tomto pŕıpade je potrebné riešit’ to, že funkcia (7.14) je v aspoň
jednom bode nediferencovatel’ná. Je tu tiež použitel’ná funkcia softmax.
Podobne je potom možné použit’ gradientovú metódu, ktorá vedie k na-
staveniu vhodných váh a prahu.

Zavedieme základnú funkciu, ktorá presne poč́ıta počet bodov z tréningovejPresnost’

naučeného
klasifikátora

vzorky, ktoré boli klasifikované nekorektne.

f0(w, θ) =
M∑
p=1

max (0, sign(−yp(w · xp − θ))) (7.15)

Funkcia je rastúca pri každom nesprávne klasifikovanom pŕıklade. Fun-
kcia môže byt’ použitá pri určovańı presnosti klasifikátora, ktorú je možné
vyjadrit’ vzt’ahom

presnost’ = 1− f0(w∗, θ∗)

M
. (7.16)

kde w∗, θ∗ predstavujú naučené hodnoty parametrov w a θ.

Táto metrika nadobúda hodnoty 〈0, 1〉 a môže byt’ použiá aj na per-
centuálne vyjadrenie.

7.4 Klasifikácia s podpornými vektormi - SVM (Sup-
port Vector Machines)

Ideu pásového perceptróna budeme d’alej rozv́ıjat’ v tom smere, že bu-
deme hl’adat’ najväčšie možné d (naǰsirš́ı pás), ktoré bude triedy od-
del’ovat’.

Obr. 7.5: Hranice pásu oddel’ujúceho obe triedy je možné vypoč́ıtat’ pomocou
vzdialenosti dvoch bodov normály na separujúcu priamku, 2

‖w‖ .

Klasifikácia s maximálnym ρ

� Implikuje, že len podporné vektory sú dôležité; ostatné tréningové
pŕıklady sú ignorovatel’né.
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� Intúıcia nám hovoŕı, že maximálne ρ je dobré a je to tiež v súlade
s PAC teóriou.

Základný
SVM problém

minimalizovat’b,w ‖w‖2

vzhl’adom na max
(
0, 1− yp(b+ xTp w)

)
= 0, p = 1, . . . N

7.5 Nie celkom presná klasifikácia

Stará formulácia

� Nájst’ w a b také, že

Φ(w) = 1
2
‖w‖2 = 1

2
‖w‖T‖w‖ je minimálne

a pre všetky (xi, yi), i = 1, . . . n plat́ı yi(w
Txi + b) ≥ 1

Modifikovaná formulácia obsahuje vol’né premenné

� Nájst’ w a b také, že

Φ(w) = 1
2
‖w‖T‖w‖+ C

∑N
i=1 ξi je minimálne

a pre všetky (xi, yi), i = 1, . . . n plat́ı yi(w
Txi + b) ≥ 1− ξi, ξi ≥ 0

Použitie nie celkom presných hrańıc nám dáva vol’ný parameter C, ktorý
muśı byt’ fixovaný. Na parameter C sa môžeme d́ıvat’ ako na prostriedok
kontrolujúci ”pretrénovanie”.

C zohl’adňuje maximálny rozsah separátora a tiež fitovanie trénovaćıch
dát.

Podobnými úpravami ako v presnej klasifikácii dostaneme nasledujúci
problém kvadratického programovania:

argmaxw

N∑
i=1

αi −
1

2

N∑
i,j=1

αiαjyiyjx
T
i xj, (7.17)

s podmienkami
∑N

i=1 αiyi = 0 a 0 ≤ αi ≤ C pre všetky i.

Hodnoty αi v tomto pŕıpade majú ohraničenie zhora C.

Vplyv každého tréningového bodu v našej rozhodovacej funkcii je úmerný
αi.

C tento vplyv ohranič́ı.

Ak C klesá, maximálny vplyv každého tréningového bodu je zńıžený, a
tak viac z nich sa stáva akt́ıvnymi v rozhodovacej funkcii. C by malo byt’

fixované.
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7.6 Nelineárne SVM

V nasledujúcich dvoch obrázkoch vid́ıme dve situácie rozloženia bodov
na priamke. V prvom pŕıpade sú separovatel’né v druhom nie sú.

Obr. 7.6: Separovatel’né body na priamke pomocou SVM.

Obr. 7.7: Neseparovatel’né body na priamke pomocou SVM.

Keby sme tieto body pretransformovali pomocou kvadratickej funkcie do
roviny, mohli by sme už lineárny separátor nájst’ tak, ako to je na obrázku
7.6.

Obr. 7.8: Transformácia dát do roviny umožňuje nájst’ lineárny separátor.

Namapujeme teda dáta do priestoru s vyššou dimenziou. V priestore s
vyššou dimenziou je jednoduchšie nájst’ oddel’ujúcu nadrovinu. Napŕıklad,
transformácia z roviny do 3-rozmerného priestoru je na obrázku 7.6.

Trik na použitie jadrovej funkcie pri transformácii dát do pries-
toru a vyššou dimenziou - Kernel Trick

� Lineárne separátory pracujú so skalárnym súčinom medzi vektormi

K(xi,xj) = xTi xj

� Ak každý dátový bod je namapovaný do priestoru vyššej dimenzie
pomocou transformácie φ : x→ φ(x), dostávame skalárny súčin

K(xi,xj) = φ(xi)
Tφ(xj)

� Jadrová funkcia je funkcia, ktorá je ekvivalentná skalárnemu súčinu
v základnom priestore.
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Obr. 7.9: Transformácia z roviny do 3-rozmerného priestoru.

Pŕıklad na použitie jadrovej funkcie:

� Uvažujme 2- dimenzionálny priestor, vektory sú v tvare x = [x1, x2]T ;

Nech jadrová fukcia má tvar K(xi,xj) = (1 + xTi xj)
2

� K(xi,xj) = (1 + xTi xj)
2

= (1+xi1xj1+xi2xj2)2 = 1+x2
i1x

2
j1+2xi1xi2xj1xj2+x2

i2x
2
j2+2xi1xj1+

2xi2xj2

� Uvažujme transformáciu

φ(x)T = [1, x2
1,
√

2x1x2, x
2
2,
√

2x1,
√

2x2]

� Potrebujeme dokázat’ K(xixj) = φ(xi)
Tφ(xj)

� φ(xi)
Tφ(xj) =

[1, x2
i1,
√

2xi1xi2, x
2
i2,
√

2xi1,
√

2xi2]T ∗ [1, x2
j1,
√

2xj1xj2, x
2
j2,
√

2xj1,
√

2xj2] = 1 + x2
i1x

2
j1 + 2xi1xi2xj1xj2 + x2

i2x
2
j2 + 2xi1xj1 + 2xi2xj2

� Požadovaná rovnost’ je dokázaná. Teda jadrová funkcia implicitne
mapuje dáta do priestoru vyššej dimenzie.

K jadrovej funkcii K(xi,xj) a dátam je možné vytvorit’ maticu v tvare:
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Poznámka: Ak vytvorená matica je semi-pozit́ıvne definitná, tak funkcia
K(xi,xj) je použitel’ná ako jadrová funkcia (Mercerova veta).

Semi-pozit́ıvne definitná symetrická matica zodpovedá semi-pozit́ıvne de-
finitnej symetrickej Gramovej matici.

Pŕıklady jadrových (kernel) funkcíı

� Lineárna jadrová funkcia

K(xi,xj) = xTi xj

� Polynomiálna jadrová funkcia

K(xi,xj) = (1 + xTi xj)
p

� Gaussova jadrová funkcia

K(xi,xj) = exp(−‖xi − xj‖2

2σ2
)

� Sigmoidálna jadrová funkcia

K(xi,xj) = tanh(β0x
T
i xj + β1)

Ked’ pracujeme s jadrovými funkciami máme optimalizačný problém v
nasledujúcom tvare:

argmaxw

N∑
i=1

αi −
1

2

N∑
i=1

N∑
j=1

αiαjyiyjκ(xi,xj)

vzhl’adom na
N∑
i=1

αiyi = 0, 0 ≤ αn ≤ C, i = 1, . . . N

ynov = sign

(
N∑
i=1

αiyiκ(xi,xnov) + b

)

7.7 Úlohy

1. Pre niektorú vyššie uvedenú jadrovú funkciu ukážte, že je jadrová.

2. Navrhnite množinu dát v dvojrozmernom priestore, ktorá nie je
lineárne separovatel’ná, aplikujte na ňu použitie niektorej jadrovej
funkcie.
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Kapitola 8

Rozhodovacie stromy

Rozhodovacie stromy predstavujú jednu z často použ́ıvaných metód na
riešenie klasifikačných úloh. Ich výhody spoč́ıvajú v prehl’adnosti a dobrej
interpretácii. Pripomeňme si základné pojmy, ktoré využijeme pri popise
rozhodovaćıch stromov.

Pŕıklady (pozorovania, objekty) budeme označovat’ ako n-tice

xi ∈ Rn, i ∈ {1, 2, . . . ,m},

pričom n je prirodzené č́ıslo.

Pre hodnoty ciel’ového atribútu yi pre i ∈ {1, 2, . . . ,m} plat́ı, že

yi ∈ C, C = {1, 2, . . . , c},

ak ciel’ový atribút môže nadobúdat’ c rôznych hodnôt.

Tréningová množina predstavuje množinu dvoj́ıc

S = {(x1, y1), . . . , (xk, yk)} ⊆ Rn × {1, 2, . . . , c}, k < m,

Testovacia množina má nasledujúci tvar

T = {xk+1, . . . ,xm} ⊆ Rn.

Klasifikátorom budeme nazývat’ funkciu K, ktorá každému pŕıkladu z
testovacej množiny prirad́ı hodnotu, triedu, ciel’ového atribútu, formálne

K : T → C.

Klasifikačná metóda rozhodovaćıch stromov je založená na rekurźıvnom
deleńı tréningovej množiny na dve alebo viac čast́ı – vytvára sa strom.
V každom kroku sa použije jedna vysvetl’ujúca premenná, teda vyberie
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sa atribút, pomocou ktorého vetv́ıme rozhodovaćı strom. Deliaci bod sa
urč́ı tak, aby sa čo najviac zvýšila homogenita vzniknutných podmnož́ın
pŕıkladov (pomocou entropie, Giniho indexu alebo iné kritériá, napŕıklad
korelačné koeficienty, či štatistické testy). Vytváranie stromu je ukončené,
ak v koncových vrcholoch (listoch) stromu ostali len pozorovania z rovna-
kej triedy alebo je splnená nejaká obmedzujúca podmienka na minimálny
počet pozorovańı v listovom vrchole, h́lbku stromu a podobne. Každému
listovému vrcholu (ktorý vlastne zodpovedá zret’azeniu logických podmie-
nok) sa prirad́ı trieda, ktorá sa najčasteǰsie vyskytuje v pozorovaniach
tréningovej množiny zodpovedajúcich danému listovému vrcholu.

Niektoré z kritéríı pre výber vysvetl’ujúcich atribútov na delenie rozho-
dovacieho stromu si predstav́ıme v nasledujúcej podkapitole.

8.1 Miery výberu atribútov

Miera výberu atribútov slúži na určenie deliaceho kritéria, ktoré od-
deĺı danú množinu pŕıkladov do tried. Ak sme rozdelili množinu pŕıkladov
na základe istého deliaceho kritéria, každá podmnožina by mala byt’

v ideálnom pŕıpade homogénna, teda obsahuje iba pŕıklady jednej triedy.
Najlepšie deliace kritérium je teda také, ktoré nám zabezpeč́ı takýto
výsledok.

Miery výberu atribútov sa zvyknú nazývat’ aj deliace pravidlá, pretože
určujú, akým spôsobom sú pŕıklady v danom uzle rozhodovacieho stromu
rozdelené. Tieto miery poskytujú zoradenie atribútov vzhl’adom na tzv.
kvalitu rozdelenia uvažovanej množiny pŕıkladov do tried. Atribút, ktorý
dosiahne najvyššie skóre, je vybraný za deliaci atribút. Ak deliaci atribút
obsahuje spojité hodnoty a uvažujeme binárne stromy, je potrebné určit’

ako deliace kritérium tzv. deliaci bod, resp. deliacu podmnožinu.

Ak je k uzlu stromu pre množinu pŕıkladov S priradené deliace kritérium,
hrany vychádzajúce z tohto uzla zodpovedajú jednotlivým výstupom
tohto kritéria.

Entropia

Entropia je miera homogenity v skupine pŕıkladov, miera pomocou kto-
rej vetv́ıme rozhodovaćı strom. Hodnoty nadobúda z jednotkového inter-
valu. Č́ım vyššia hodnota, tým je homogenita nižšia.

Nech xi(A) = a vyjadruje hodnotu a atribútu A, ktorá prislúcha pŕıkladu
xi pre i ∈ {1, 2, . . . , k}, pričom k je prirodzené č́ıslo, ktoré vyjadruje počet
pŕıkladov v tréningovej množine.

Entropiu v jednej hrane uzla rozhodovacieho stromu môžeme
vypoč́ıtat’ nasledovne:
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H
(
xi(A) = a

)
= −

∑
yj∈{1,...,c}

p(yj) · log2(p(yj)),

pričom p(yj) je pravdepodobnost’, že pŕıklad patriaci hrane xi(A) = a
bude klasifikovaný do triedy yj.

Celková entropia v uzle má tvar

H(A) =
∑
a∈A

p
(
xi(A) = a

)
·H
(
xi(A) = a

)
.

Informačný
ziskInformačný zisk je definovaný ako rozdiel medzi entropiou v jednej

hrane uzla a celkovou entropiou v uzle. Informačný zisk vyjadrujeme

I
(
xi(A) = a

)
= H

(
xi(A) = a

)
−H(A),

pričom H
(
xi(A) = a

)
je entropia v jednej hrane uzle a H(A) je celková

entropia v uzle.

Informačný zisk sa pri výbere atribútu snaž́ıme maximalizovat’. Táto
miera výberu atribútov má nevýhodu, že väčšinou uprednostńı také at-
ribúty, ktoré majú viac vetiev. Uvedený nedostatok je možné odstránit’

normalizovańım informačného zisku, zavedeńım tzv. pomerového in-
formačného zisku pomocou tzv. pomerovej entropie.

Pomerovú entropiu definujeme

HP (A) = −
∑
a∈A

p
(
xi(A) = a

)
·log2

(
p
(
xi(A) = a

))
,

pričom p
(
xi(A) = a

)
je pravdepodobnost’, že pŕıklad xi nadobúda v at-

ribúte A hodnotu a.

Následne môžeme pomocou pomerovej entropie definovat’ pomerový in-
formačný zisk nasledujúcim spôsobom.

Pomerový
informačný
zisk

Pomerový informačný zisk môžeme zaṕısat’ v tvare

IP

(
xi(A) = a

)
=
I
(
xi(A) = a

)
HP (A)

,

pričom I
(
xi(A) = a

)
je informačný zisk.
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Giniho index

Giniho index je možné použit’ pre kategoriálne atribúty, resp. nume-
rické atribúty po ich diskretizácii. Nižšie hodnoty Giniho indexu indikujú
lepšiu schopnost’ atribútu rozdelit’ pŕıklady do tried.

Giniho index v jednej hrane uzla môžeme vyjadrit’ v tvare

G
(
xi(A) = a

)
= 1−

∑
yj∈{1,...,c}

p(yj) ∗ p(yj),

pričom p(yj) je pravdepodobnost’, že pŕıklad patriaci hrane xi(A) = a
bude klasifikovaný do triedy yj.

Celkový Giniho index v uzle vypoč́ıtame

G(A) =
∑
a∈A

p
(
xi(A) = a

)
·G
(
xi(A) = a

)
.

V tejto podkapitole sme predstavili niekol’ko mier na výber atribútov
pre delenie rozhodovacieho stromu. Bolo navrhnutých viacero d’aľśıch
mier založených napŕıklad na ch́ı-kvadrát testovańı nezávislosti. Nie-
ktoré postupy použ́ıvajú aj viacatribútové delenie, pri ktorom je delenie
stromu založené na kombinácii atribútov. Napriek viacerým štúdiám ne-
bolo preukázané, aby niektorá z týchto mier bola nadradená nad všetkými
ostatnými. Z tohto dôvodu záviśı výber vhodnej miery od použitej ap-
likačnej domény, typu atribútov a d’aľśıch faktorov.

8.2 Algoritmus pre generovanie rozhodovaćıch stro-
mov

Ak už poznáme spôsob, akým ohodnotit’ kvalitu rozdelenia rozhodova-
cieho stromu v jednotlivých uzloch, môžeme definovat’ všeobecný algo-
ritmus na generovanie rozhodovacieho stromu:

Algoritmus na
generovanie
rozhodova-
cieho
stromu

Algoritmus 8.1 Konštrukcia rozhodovacieho stromu

KonštruujRS(tréningová množina S, minPodiel ∈ [0, 1])

ak minPodiel objektov z S patŕı do triedy yj ∈ C
potom vytvor listový uzol zaradzujúci objekty do yj;

inak

pre každý atribút A

pre každé rozdelenie hodnôt a ∈ A
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ohodnot’ kvalitu rozdelenia;

vykonaj najlepšie rozdelenie;

vzniknú množiny S1, S2, . . . , Sp;

KonštruujRS(S1, minPodiel);

KonštruujRS(S2, minPodiel);

...

KonštruujRS(Sp, minPodiel).

Ak sa pozrieme na konkrétne implementácie tohto všeobecného algoritmu
zist́ıme, že algoritmus ID3, ktorého autorom je Quinlan, využ́ıva entro-
piu a od nej odvodený informačný zisk ako kritérium delenia rozhodo-
vacieho stromu. Quinlan navrhol aj algoritmus C4.5, ktorý je vylepšeným
a doplneným algoritmom ID3, využ́ıva entropiu a od nej odvodený po-
merový informačný zisk. Algoritmus CART využ́ıva Giniho index.

8.3 Preučenie rozhodovacieho stromu a jeho pre-
rezávanie

Preučenie (tzv. overfitting) rozhodovacieho stromu znamená, že rozho-
dovaćı strom klasifikuje správne pŕıklady v tréningovej údajovej sade, ale
pri klasifikácii pŕıkladov z testovacej údajovej sady poskytuje nesprávne
výsledky.

Prerezávanie
rozhodova-
cieho
stromu

Po vytvoreńı rozhodovacieho stromu môžu byt’ niektoré vetvy ovplyvnené
anomáliami v tréningovej sade údajov z dôvodu extrémnych hodnôt alebo
chybných údajov. Metódy prerezávania rozhodovaćıch stromov
slúžia na riešenie takýchto situácíı. Zvyčajne sa použ́ıvajú štatistické
metódy na odstránenie tých najmenej spol’ahlivých vetiev stromu. Ore-
zané stromy majú tendenciu byt’ jednoduchšie, a teda aj l’ahšie interpre-
tovatel’né.

Existujú dva základné pŕıstupy k prerezávaniu rozhodovaćıch stromov:

� prerezávanie počas generovania rozhodovacieho stromu (tzv. pre-
pruning),

� prerezávanie po vygenerovańı rozhodovacieho stromu (tzv. postp-
runing),

Pri prvom pŕıstupe sa rozhodovaćı strom prerezáva predčasným zasta-
veńım jeho konštrukcie (napŕıklad rozhodnut́ım nedelit’ d’alej podmnožinu
tréningových n-t́ıc v danom uzle. Po zastaveńı sa uzol stane listom.
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Pŕıkladom v liste prirad́ıme triedu, ktorá zodpovedá najčasteǰsej hodnote
medzi podmnožinou n-t́ıc alebo na základe rozdelenia pravdepodobnosti
týchto n-t́ıc do jednotlivých tried.

Na posúdenie správnosti rozdelenia v uzle použ́ıvame pri konštrukcii
rozhodovacieho stromu miery výberu atribútov, akými sú napŕıklad in-
formačný zisk, Giniho index, štatistická významnost’ a iné miery. Ak
pri rozdel’ovańı pŕıkladov v uzle by vzniklo rozdelenie, ktorého kvalita
klesne pod vopred stanovenú hranicu, rozdelenie danej podmnožiny za-
stav́ıme. Niekedy je však náročné určit’ primeranú hranicu, teda vhodný
prah pre zastavenie delenia. Vysoké prahy môžu mat’ za následok pŕılǐs
zjednodušené stromy, zatial’ čo ńızke prahové hodnoty by mohli viest’

k vel’mi malému zjednodušeniu.

Druhým a bežneǰśım pŕıstupom je prerezávanie po vygenerovańı rozhodo-
vacieho stromu, pri ktorom sa odstraňujú podstromy z úplne vytvoreného
rozhodovacieho stromu. Podstrom v danom uzle sa orezáva odstráneńım
jeho vetiev a jeho nahradeńım listom. Pŕıkladom v liste je priradená
trieda, ktorá je najčasteǰsia v pŕıslušnom podstrome.

Bagging
a boostingNa zvyšovanie presnosti klasifikácie s použit́ım rozhodovaćıch stromov

sa použ́ıva aj metóda tzv. baggingu, pri ktorej sa postupne vytvára
určitý počet rozhodovaćıch stromov (odporúča sa vel’ký počet), pričom
ich vytváranie je nezávislé (môže byt’ realizované paralelne). Každý roz-
hodovaćı strom sa tak vytvára nad inou náhodnou vzorkou pŕıkladov
z tréningovej množiny. Náhoda sa zapája aj do výberu vysvetl’ujúcej pre-
mennej pri každom deleńı, pričom sa nevyberá zo všetkých premenných,
ale len z menšej náhodne vybranej podmnožiny premenných. Výsledná
klasifikácia sa źıska takým spôsobom, že sa vytvoria všetky rozhodo-
vacie stromy, pričom trieda pre konkrétny pŕıklad sa urč́ı ako modus
zo všetkých tried, ktoré boli pridelené danému pŕıkladu v rámci všetkých
vygenerovaných rozhodovaćıch stromov. V takomto pŕıpade hovoŕıme
o tzv. náhodných lesoch. Je možné matematicky ukázat’, že zvyšovańım
počtu rozhodovaćıch stromov nedochádza k preučeniu, teda je vhodné vy-
tvorit’ čo najviac rozhodovaćıch stromov, pokial’ to dovol’uje výpočtový
výkon. Praktické skúsenosti z mnohých oblast́ı ukazujú, že náhodné lesy
dokázali mnohokrát výrazným spôsobom zvýšit’ presnost’ klasifikácie v po-
rovnańı s jedným rozhodovaćım stromom.

Ďaľśım spôsobom zvyšovania presnosti klasifikácie pri použit́ı rozhodo-
vaćıch stromov je metóda tzv. boostingu. Na rozdiel od náhodných lesov
pri boostingu nevytvárame jednotlivé rozhodovacie stromy nezávisle, ale
postupne ich budujeme tak, aby každý d’aľśı rozhodovaćı strom čo najviac
prispel k znižovaniu chyby klasifikácie pomocou doteraz vytvorených roz-
hodovaćıch stromov. Pri vel’kom počte rozhodovaćıch stromov alebo pri
nevhodnej vel’kosti rozhodovaćıch stromov môže dôjst’ k preučeniu, preto
je pri tejto metóde náročneǰsia inicializácia vstupných hyperparametrov.
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Kapitola 9

Zhlukovanie

Zhlukovanie (zhluková analýza, klastering) je metóda, ktorej ciel’om je zo-
skupovanie množiny navzájom podobných objektov do tried, tzv. zhlukov.

Zhluk je množina navzájom podobných objektov, ktoré sa od objektov nepat-
riacich do zhluku odlǐsujú. Podobnost’ objektov popisujeme na základe hodnôt
ich atribútov vzhl’adom na použité metrické miery (tzv. metriky).

Aj klasifikácia je metódou, ktorá rozdel’uje množinu objektov do tried alebo
skuṕın, ale pri zhlukovańı nie sú ciel’ové triedy vopred dané, označenie ciel’ových
tried vopred nepoznáme. Klasifikácia vyžaduje poznat’ označenia ciel’ových
tried pre objekty v tréningovej množine, na základe čoho sa vybuduje kla-
sifikátor na modelovanie každej skupiny. Zhlukovanie predstavuje v podstate
opačný proces. Najprv rozdeĺıme množinu objektov do skuṕın na základe ich
podobnosti a následne prirad́ıme označenie pre relat́ıvne malý počet zhlukov,
ktoré takýmto spôsobom vzniknú.

Zhlukovanie má dôležité postavenie v strojovom učeńı, rozpoznávańı vzorov,
analýze obrazu, dolovańı údajov, bioinformatike a iných odvetviach.

Jednotlivé algoritmy zhlukovania sa ĺı̌sia spôsobom hl’adania zhlukov, efekti-
vitou vyhl’adávania a obsahom jednotlivých zhlukov. Môžeme uvažovat’:

� klasický pŕıstup: každý objekt patŕı do určitého zhluku, alebo do neho
nepatŕı,

� fuzzy pŕıstup: každý objekt patŕı do každého zhluku s určitým stupňom
pŕıslušnosti.

Vo všeobecnosti, rozlǐsujeme niekol’ko typov techńık zhlukovania:

Typy
zhlukovania

� segmentačné metódy,

� hierarchické metódy,

� metódy založené na hustote,
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� metódy založené na mriežke,

� metódy založené na modeloch.

V nasledujúcich častiach si predstav́ıme niektoré pŕıklady týchto metód.

9.1 Typy údajov pri zhlukovańı

Predpokladajme, že množina údajov obsahuje n objektov, ktoré môžu repre-
zentovat’ osoby, krajiny, dokumenty a iné pŕıklady. Pri zhlukovańı najčasteǰsie
použ́ıvame údajové štruktúry matice údajov (štruktúra typu objekt-atribút)
a matice podobnosti, resp. odlǐsnosti (štruktúra typu objekt-objekt).

Matica údajov X je matica v tvare n× p, pomocou ktorej je možné repre- Matica údajov
zentovat’ hodnoty n objektov {o1, o2, . . . , on} v p atribútoch {a1, a2, . . . , ap}:


x11 . . . x1j . . . x1p

. . . . . . . . . . . . . . .
xi1 . . . xij . . . xip
. . . . . . . . . . . . . . .
xn1 . . . xnj . . . xnp

 (9.1)

Matica podobnosti, resp. odlǐsnosti reprezentuje vzt’ahy medzi dvojicami Matica
podobnostiobjektov pre všetkých n objektov. Štruktúra je vo forme matice typu n × n,

pričom hodnota di,l reprezentuje zistenú mieru podobnosti, resp. odlǐsnosti
medzi objektmi i a j pre i ∈ {1, 2, . . . , n} a l ∈ {1, 2, . . . , n}:



1
d(2,1) 1

d(3,1) d(3,2) 1

...
...

...

d(n,1) d(n,2) . . . . . . 1


(9.2)

V matici podobnosti alebo matici odlǐsnosti plat́ı d(i, l) = d(l, i) pre i ∈
{1, 2, . . . , n} a l ∈ {1, 2, . . . , n}. Z matice údajov je možné vytvorit’ maticu po-
dobnosti, resp. maticu odlǐsnosti podl’a podmienok použitého algoritmu zhlu-
kovania.

V pŕıpade intervalových premenných (napŕıklad výška osoby, hmotnost’ osoby,
teplota) použ́ıvame štandardizáciu hodnôt atribútu.
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Pri štandardizácii transformujeme hodnoty daného atribútu na hodnoty bez
jednotiek (bez ohl’adu na to, či meriame v metroch alebo palcoch). Napŕıklad
pre atribút aj , j ∈ {1, 2, . . . , p} je postup nasledujúci:

1. Nech x1j , x2j , . . . , xnj sú hodnoty všetkých objektov v atribúte aj pre j ∈
{1, 2, . . . , p}. Nech mj je aritmetický priemer hodnôt v atribúte aj pre
j ∈ {1, 2, . . . , p}. Potom priemernú absolútnu odchýlku saj vypoč́ıtame:

saj =
1

n
(|x1j −mj |+ |x2j −mj |+ . . .+ |xnj −mj |).

2. Z-skóre (štandardizované skóre) vypoč́ıtame ako:

zij =
xij −mj

sj

pre i ∈ {1, 2, . . . ,n} a j ∈ {1, 2, . . . , p}. Z-skóre môže byt’ užitočne použité
na detekciu anomálíı v množine údajov.

Po štandardizácii údajov alebo v pŕıpade možnosti aj bez nej nasleduje vytvo-
renie matice odlǐsnosti, resp. matice podobnosti.

Odlǐsnost’, resp. podobnost’ medzi objektmi, ktoré sú vyjadrené intervalovými
premennými definujeme ako vzdialenost’ medzi objektmi. Použ́ıva sa napŕıklad
Euklidovská vzdialenost’

d(i, l) =
√

(xi1 − xl1)2 + (xi2 − xl2)2 + . . .+ (xip − x2
lp),

pričom xij a xlj predstavuje hodnoty objektov oi a ol v atribúte aj pre i ∈
{1, 2, . . . , n}, l ∈ {1, 2, . . . , n} a j ∈ {1, 2, . . . , p}.

Vo všeobecnosti, každému atribútu môžeme priradit’ váhu.

Nech {w1, w2, . . . , wp} sú váhy jednotlivých atribútov pre j ∈ {1, 2, . . . , p}.
V takom pŕıpade môžeme vyjadrit’ váženú Euklidovskú vzdialenost’ na-
sledujúcim spôsobom:

d(i, k) =
√
w1(xi1 − xl1)2 + w2(xi2 − xl2)2 + . . .+ wp(xip − x2

lp),

pričom xij a xlj predstavuje hodnoty objektov oi a ol v atribúte aj pre i ∈
{1, 2, . . . , n}, l ∈ {1, 2, . . . , n} a j ∈ {1, 2, . . . , p}.

Iným pŕıkladom vzdialenostnej metriky je Manhattanská vzdialenost’, ktorá
je definovaná nasledujúcim spôsobom:

d(i, j) = |xi1 − xl1|+ |xi2 − xl2|+ . . .+ |xip − xlp|,

pričom xij a xlj predstavuje hodnoty objektov oi a ol v atribúte aj pre i ∈
{1, 2, . . . , n}, l ∈ {1, 2, . . . , n} a j ∈ {1, 2, . . . , p}.

Minkowského vzdialenost’ je zovšeobecneńım Euklidovej vzdialenosti alebo
Manhattanskej vzdialenosti. Je definovaná takýmto spôsobom:

65



d(i, j) =

(
|xi1 − xl1|m + |xi2 − xl2|m + . . .+ |xip − xlp|m

) 1

m
,

pričom m je prirodzené č́ıslo väčšie ako nula, xij a xkj predstavuje hodnoty
objektov oi a ok v atribúte aj pre i ∈ {1, 2, . . . , n}, k ∈ {1, 2, . . . , n} a j ∈
{1, 2, . . . , p}. Takáto vzdialenost’ sa označuje aj ako Lm norma, L1 predstavuje
Manhattanskú vzdialenost’, L2 predstavuje Euklidovskú vzdialenost’.

V pŕıpade binárnych atribútov môžeme použit’ tabul’ku početnost́ı, v ktorej
budeme pre každú dvojicu objektov reprezentovat’, v kol’kých pŕıpadoch sa
hodnoty ich atribútov zhodujú. Podobný prinćıp môžeme zvolit’ aj pri kate-
goriálnych premenných s rôznym počtom hodnôt. Pri ordinálnych premenných
môžeme navyše reprezentovat’ poradie hodnôt atribútov a maticu podobnosti
generovat’ na základe zachovávania, resp. nezachovávania poradia hodnôt me-
dzi dvojicou objektov.

9.2 Segmentačné metódy zhlukovania

Tieto metódy zhlukovania sú založené na vytvoreńı vopred známeho počtu
zhlukov, pričom každý zhluk muśı obsahovat’ aspoň jeden objekt a každý objekt
muśı patrit’ práve do jedného zhluku. V niektorých fuzzy algoritmoch môže
byt’ druhá podmienka zjemnená. Tieto metódy zhlukovania sú založené na
iterat́ıvnom pŕıstupe, pričom našim ciel’om je zlepšit’ zhlukovanie postupným
presúvańım objektov medzi zhlukmi.

Najznámeǰśımi a najpouž́ıvaneǰśımi segmentačnými metódami zhlukovania je
k-means zhlukovanie, zhlukovanie k-medoidov a ich rôzne varianty.

Nech X je matica údajov reprezentujúca hodnoty n objektov {o1, o2, . . . , on}
v p atribútoch {a1, a2, . . . , ap}, napŕıklad xij vyjadruje hodnotu objektu oi
v atribúte aj pre i ∈ {1, 2, . . . , n} a j ∈ {1, 2, . . . , p}. Nech k je počet zhlukov
(k ≤ n).

Metóda k-means zhlukovania má nasledujúci postup: K-means
zhlukovanie

1. Náhodne vyberieme k objektov, každý z nich reprezentuje tzv. centrum
zhluku, ktoré označ́ıme C1, C2, . . . , Ck.

2. Každý objekt prirad́ıme do zhluku, ktorý mu je najpodobneǰśı vzhl’adom
na vzdialenost’ medzi objektom a centrom zhluku.

3. Ak je každý objekt priradený k nejakému zhluku, vypoč́ıtame nové centrá
zhlukov tak, že vzdialenost’ medzi všetkými objektmi zhluku a novým
centrom zhluku bude minimalizovaná, spriemerovaná. Napŕıklad ak bu-
deme uvažovat’ v 2-rozmernom priestore zhluk s dvoma objektmi o1, o2,
tak centrum zhluku C1 bude nadobúdat’ hodnoty

xC11 =
x11 + x21

2
a xC12 =

x12 + x22

2
.
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4. Ak po prepoč́ıtańı centier zhlukov nastala zmena aspoň v jednom centre
zhluku, pokračujeme krokom 2.

Na určenie toho, či vytvorené zhluky sú kompaktné a kvalitne oddelené, môžeme
použit’ kritérium štvorcovej chyby:

E =
k∑
i=1

(∑
ol∈Ci

|xl1 − xCi1|
2 + |xl2 − xCi2|

2 + . . .+ |xlp − xCip|
2

)
,

pričom l označuje indexy objektov patriacich do zhluku Ci pre i ∈ {1, 2, . . . , k}.
Č́ım je hodnota kritéria štvorcovej chyby menšia, tým sú zhluky kompaktneǰsie
a kvalitneǰsie oddelené.

Algoritmus pre k-means zhlukovanie môžeme vo všeobecnosti zaṕısat’ nasle-
dovne:

Algoritmus 9.1 K-means zhlukovanie

Nech X je matica údajov, ktorá reprezentuje hodnoty n objektov {o1, o2, . . . , on}
v p atribútoch {a1, a2, . . . , ap}. Nech k je počet zhlukov, k ≤ n.

begin

náhodne vyber k objektov z množiny objektov {o1, o2, . . . , on};

vybrané objekty označ za centrá zhlukov Ci pre i ∈ {1, 2, . . . , k};

repeat

pre každý objekt {o1, o2, . . . , on} nájdi najblǐzšie centrum zhluku Ci pre
i ∈ {1, 2, . . . , k};

pre každé centrum zhluku Ci, i ∈ {1, 2, . . . , k}

aktualizuj xCi1, . . . , xCip tak, aby vzdialenost’ od objektov zhluku bola
minimálna;

until centrá zhlukov Ci, i ∈ {1, 2, . . . , k} sú po aktualizácii nezmenené;

end

Metóda k-means zhlukovania môže byt’ použitá len v pŕıpade, že je definované
centrum zhluku pomocou priemerných hodnôt. To nie je možné v pŕıpade
kategoriálnych premenných. Potreba vopred určit’ počet zhlukov môže byt’

tiež nevýhodou. Existuje niekol’ko d’aľśıch variánt tejto metódy, ktoré sa ĺı̌sia
v spôsobe výberu počiatočných zhlukov, výpočte podobnosti medzi objektmi,
a v spôsobe aktualizácie centier zhlukov.

Metóda k-means je citlivá na extrémne hodnoty, ked’že použ́ıvame aritmetické
priemery a kritérium štvorcovej chyby. Tieto nevýhody môžu byt’ odstránené
použit́ım metódy zhlukovania k-medoidov, ktorú si predstav́ıme v nasledujúcej
časti.
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Zhlukovanie
k-medoidov

Metóda k-medoidov zhlukovania použ́ıva namiesto výpočtu priemerných
hodnôt pri aktualizácii centier zhlukov ako centrá zhlukov samotné objekty
z matice údajov. Konkrétne za centrum zhluku vyberieme objekt, ktorý je
k stredu zhluku najbližšie. Rozdelenie objektov do pŕıslušných zhlukov je
založené na prinćıpe minimalizácie súčtu odlǐsnost́ı medzi objektmi a centrami
zhlukov.

Kritérium absolútnej chyby pri tejto metóde je definované

E =
k∑
i=1

( ∑
ol∈Ci:

|xl1 − xCi1|+ |xl2 − xCi2|+ . . .+ |xlp − xCip|

)
,

pričom l označuje indexy objektov patriacich do zhluku Ci pre i ∈ {1, 2, . . . , k}.

Kritérium absolútnej chyby môže byt’ použité na vyjadrenie tzv. nákladovej
funkcie, ktorá určuje hodnotu, o ktorú sa zmenila absolútna chyba po na-
hradeńı aktuálneho centra zhluku iným objektom. Celková nákladová funkcia
nahradenia predstavuje sumu nákladov za všetky objekty, ktoré nie sú pri-
radené k centrám zhlukov. Ak sú celkové náklady záporné (absolútna chyba
klesla), tak aktuálne centrum zhluku je nahradené pŕıslušným objektom. Ak sú
celkové náklady pozit́ıvne, centrum zhluku sa nemeńı.

Algoritmus zhlukovania k-medoidov môžeme vo všeobecnosti zaṕısat’ nasle-
dovne:

Algoritmus 9.2 Zhlukovanie k-medoidov

Nech X je matica údajov, ktorá reprezentuje hodnoty n objektov {o1, o2, . . . , on}
v p atribútoch {a1, a2, . . . , ap}. Nech k je počet zhlukov, k ≤ n.

begin

náhodne vyber k objektov z množiny objektov {o1, o2, . . . , on};

vybrané objekty označ za centrá zhlukov Ci pre i ∈ {1, 2, . . . , k};

repeat

pre každý objekt {o1, o2, . . . , on} nájdi najblǐzšie centrum zhluku Ci pre
i ∈ {1, 2, . . . , k};

vypoč́ıtaj chybu E;

pre každé centrum zhluku Ci, i ∈ {1, 2, . . . , k}

náhodne vyber objekt ol z množiny {o1, o2, . . . , on};

vypoč́ıtaj zmenu chyby, ak aktuálne centrum zhluku Ci nahrad́ıme ol;

ak chyba klesla, nahrad’ centrum zhluku Ci objektom ol;

until centrá zhlukov Ci, i ∈ {1, 2, . . . , k} sú po aktualizácii nezmenené;

end
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Metóda zhlukovania k-medoidov je robustneǰsia ako metóda k-means zhlukova-
nia s ohl’adom na zašumené a anomálne údaje, pretože reperezentácia pomo-
cou medoidov (reprezentujúcich objektov) je menej ovplyvnená extrémnymi
hodnotami ako metóda k-means s centrami poč́ıtanými pomocou priemerných
hodnôt. Spracovanie metódou k-medoidov je však výpočtovo náročneǰsie. Obe
metódy vyžadujú, aby použ́ıvatel’ určil počet zhlukov.

V pŕıpade vel’kého množstva objektov môžeme pre výber vhodných medoidov
vybrat’ namiesto všetkých údajov len ich čast’. Na takejto myšlienke sú založené
napŕıklad algoritmy CLARANS (zhlukovanie vo vel’kých aplikáciách založené
na náhodnom vyhl’adávańı).

Okrem použitia priemeru alebo medoidu ako miery stredu zhluku, iné varianty
segmentačných metód využ́ıvajú pri rozdeleńı objektov do zhlukov medián
alebo modus. Výsledkom pri takomto postupe sú metódy zhlukovania k-
mediánov alebo metóda k-modusov.

9.3 Hierarchické metódy zhlukovania

Hierarchické metódy zhlukovania sú založené na zoskupovańı objektov do
stromu zhlukov. Hierarchická dekompoźıcia môže byt’ formovaná bud’ zdola na-
hol (aglomerat́ıvne hierarchické zhlukovanie) alebo zhora nadol (rozkladajúce
hierarchické zhlukovanie). Integrácia hierarchických a segmentačných metód
zhlukovania sa ukázala ako vhodné riešenie pri mnohých aplikáciách.

Aglomerat́ıvne hierarchické zhlukovanie je založené na spájańı, pričom
v nultej iterácii je každému objektu priradený vlastný zhluk. Tieto jednoprv-
kové zhluky sú následne spájané do stále väčš́ıch zhlukov, až kým nie je splnená
podmienka ukončenia, napŕıklad počet zhlukov (v teoretickom pŕıpade môže
nastat’ situáciu, že po ukončeńı zhlukovania vznikne jeden zhluk, ktorý bude
obsahovat’ všetky objekty). Väčšina metód hierarchického zhlukovania patŕı
do tejto skupiny, pričom sa ĺı̌sia len v defińıcii a spôsobe určovania podobnosti
zhlukov.

Rozkladajúce hierarchické zhlukovanie je založené na rozdel’ovańı, pričom
v nultej iterácii patria všetky objekty jednému zhluku. Tento zhluk je d’alej roz-
del’ovaný do stále menš́ıch zhlukov, až kým nie je splnená podmienka ukončenia
(v teoretickom pŕıpade môže nastat’ aj taká situácia, že po ukončeńı zhlukova-
nia vzniknú jednoprvkové zhluky). Väčšina metód hierarchického zhlukovania
sú rozkladajúce, ĺı̌sia sa defińıciou a spôsobom určovania podobnosti zhlukov.

Dendrogram je stromová štruktúra, ktorú môžeme použit’ na znázornenie
hierarchického zhlukovania. Ilustruje, akým spôsobom sú objekty v jednot-
livých iteráciách spájané, resp. rozdel’ované.

Nech Ci a Cj sú zhluky pre i ∈ {1, 2, . . . , k}, j ∈ {1, 2, . . . , k}, i 6= j a nech
o ∈ Ci a o′ ∈ Cj . Nech d vyjadruje funkciu vzdialenosti medzi dvoma objektmi
a funkcia d∗ vyjadruje funkciu vzdialenosti medzi dvoma zhlukmi.

Pri spájańı, resp. rozdel’ovańı zhlukov sa najčasteǰsie použ́ıvajú nasledujúce
miery na určovanie vzdialenosti medzi zhlukmi:
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Vzdialenost’

medzi
zhlukmi1. Minimálna vzdialenost’ – vzdialenost’ medzi dvoma objektmi z dvoch

rôznych zhlukov, ktorá je najmenšia:

d∗min (Ci, Cj) = min{d(o, o′) : o ∈ Ci, o′ ∈ Cj}.

V tomto pŕıpade hovoŕıme o zhlukovacom algoritme najbližš́ıch suse-
dov. Ak je navyše daná podmienka ukončenia zhlukovania, ak vzdiale-
nost’ medzi najbližš́ımi zhlukmi presiahne určitý prah, hovoŕıme o algo-
ritme jednoduchého spojenia. Ak si predstav́ıme objekty ako vrcholy
v grafe a hrany, ktoré predstavujú cestu medzi vrcholmi v zhluku, po-
tom spojenie dvoch zhlukov Ci a Cj zodpovedá pridaniu hrany medzi
najbližšou dvojicou vrcholov v Ci a Cj . Výsledný graf tvoŕı strom –
aglomerat́ıvne hierarchické zhlukovanie, ktoré použ́ıva minimálnu vzdia-
lenost’, nazývame aj algoritmus minimálnej kostry grafu.

2. Maximálna vzdialenost’ – vzdialenost’ medzi dvoma objektmi z dvoch
rôznych zhlukov, ktorá je najväčšia:

d∗max (Ci, Cj) = max{d(o, o′) : o ∈ Ci, o′ ∈ Cj}.

V tomto pŕıpade hovoŕıme o zhlukovacom algoritme najvzdialeneǰśıch
susedov. Ak je navyše daná podmienka ukončenia zhlukovania, ak vzdia-
lenost’ medzi najbližš́ımi zhlukmi presiahne určitý prah, hovoŕıme o al-
goritme úplného spojenia. Ak si predstav́ıme objekty ako vrcholy
v grafe a hrany, ktoré spájajú vrcholy, tak každý zhluk predstavuje úplný
podgraf, teda hrany spájajú všetky vrcholy v zhluku. Ak sú zhluky pri-
bližne rovnakej vel’kosti, metóda produkuje zhluky vysokej kvality.

3. Priemerná vzdialenost’ – priemerná vzdialenost’ medzi všetkými dvo-
jicami objektov z dvoch rôznych zhlukov:

d∗average (Ci, Cj) =
1

ninj

∑
o∈Ci

∑
o′∈Cj

d(o, o′),

pričom ni a nj predstavujú počet objektov v zhluku Ci a Cj pre i ∈
{1, 2, . . . , k}, j ∈ {1, 2, . . . , k}.

4. Vzdialenost’ priemerov – vzdialenost’ medzi centrami dvoch zhlukov.

Miery minimálnej a maximálnej vzdialenosti sú citlivé na extrémne hod-
noty. V takýchto pŕıpadoch je vhodné použ́ıvat’ priemernú vzdialenost’

alebo vzdialenost’ priemerov. Kým vzdialenost’ priemerov má jednoduchý
výpočet, priemerná vzdialenost’ dokáže spracovat’ aj kategoriálne a nu-
merické údaje.

Algoritmus aglomerat́ıvneho hierarchického zhlukovania pre jednoduché spo-
jenie môžeme vo všeobecnosti zaṕısat’ nasledovne:
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Algoritmus 9.3 Aglomerat́ıvne hierarchické zhlukovanie pre jednoduché spo-
jenie

Nech X je matica údajov, ktorá reprezentuje hodnoty n objektov {o1, o2, . . . , on}
v p atribútoch {a1, a2, . . . , ap}. Nech θ je prah spájania zhlukov.

begin

pre každý objekt oi, i ∈ {1, 2, . . . , n} vytvor zhluk Ci, i ∈ {1, 2, . . . , n};

k:= n;

repeat

minVzdialenost : = min {d∗min (Ci, Cj) : i ∈ {1, 2, . . . , k}, j ∈ {1, 2, . . . , k},
i 6= j};

ak d∗textrmmin(Ci, Cj) = minVzdialenost

Ci := Ci ∪ Cj ;

zmeň označenia zhlukov na C1, C2, . . . , Ck−1;

k:=k-1;

until minVzdialenost > θ;

end

Ak v jednej iterácii dôjde k spojeniu dvoch zhlukov, nasledujúci krok už pra-
cuje iba s jedným novým zhlukom, ktorý už nie je možné znovu rozdelit’. Túto
nevýhodu je možné odstránit’ použit́ım kombinovaných metód zhlukovania.

9.4 Metódy zhlukovania založené na hustote

Metódy zhlukovania založené na hustote definujú zhluk ako maximálnu množinu
husto spojených objektov. Táto metóda si vyžaduje použitie nasledujúcich poj-
mov:

� ε-okolie objektu je okolie objektu s polomerom ε.

� Vnútorný objekt je objekt, ktorého ε-okolie obsahuje aspoň m objek-
tov.

� Objekt o je priamo dosiahnutel’ný vzhl’adom na hustotu z objektu
o′, ak o je v ε-okoĺı o′ a o′ je vnútorným objektom.

� Objekt o je dosiahnutel’ný vzhl’adom na hustotu z objektu o′ pre
dané ε a m, ak existuje postupnost’ objektov o1, o2, . . . , ot taká, že o1 = o′

a ot = o, pričom oi+1 je priamo dosiahnutel’ný vzhl’adom na hustotu
z objektu oi pre i ∈ {1, 2, . . . , t}, ε a m.

� Objekt o je husto spojený s objektom o′ s oh́ladom na ε a m, ak
existuje objekt o∗ taký, že o a o′ sú dosiahnutel’né vzhl’adom na hustotu
s ohl’adom na ε a m.
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Iba vnútorné objekty sú navzájom dosiahnutel’né vzhl’adom na hustotu. Husté
spojenie je symetrická relácia. Zhluk založený na hustote je množina husto
spojených objektov, ktoré sú maximálne z pohl’adu dosiahnutel’nosti vzhl’adom
na hustotu.

Algoritmus zhlukovania založený na hustote môžeme vo všeobecnosti zaṕısat’

nasledovne:

Algoritmus 9.4 Algoritmus zhlukovania založený na hustote

Nech X je matica údajov, ktorá reprezentuje hodnoty n objektov {o1, o2, . . . , on}
v p atribútoch {a1, a2, . . . , ap}. Nech ε je okolie objektov a m je minimálny
počet objektov v ε okoĺı vnútorného objektu.

begin

pre každý objekt oi, i ∈ {1, 2, . . . , n}:

mi:= počet objektov v ε-okoĺı objektu oi;

ak mi > m:

vytvor nový zhluk s vnútorným objektom oi;

repeat

pre každý vnútorný objekt oi

pridaj do zhluku Ci všetky priamo dosiahnutel’né objekty o z oi;

until žiaden objekt o nie je pridaný do niektorého zhluku;

end

Vhodným zvoleńım okolia ε a minimálneho počtu objektov v okoĺı vnútorného
bodu m, je možné pomocou metód zhlukovania založených na hustote nájst’

tvary zhlukov, ktoré sú odlǐsné od tvarov zhlukov generovaných segmentačnými
a hierarchickými metód. Prezentovaný algoritmus je možné nájst’ v literatúre aj
pod názvom DBSCAN (Density Based Spatial Clustering of Applications with
Noise). Výhodou algoritmu je aj schopnost’ pracovat’ so zašumenými údajmi.
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9.5 Požiadavky na zhlukovanie

Potenciálne aplikácie zhlukovania v praxi si vyžadujú špeciálne požiadavky.
Napŕıklad v oblasti strojové učenia a dolovania údajov môžeme uvažovat’:

� Schopnost’ pracovat’ s rôznym typom atribútov: Mnoho algorit-
mov je navrhnutých na zhlukovanie objektov s numerickými atribútmi.
Aplikácie môžu vyžadovat’ vytváranie zhlukov aj pre iné typy údajov,
akými sú napŕıklad binárne, kategorické (nominálne) a ordinálne údaje,
alebo kombinácia týchto typov údajov.

� Škálovatel’nost’: Väčšina algoritmov zhlukovania má dobré výsledky
na malých množinách údajov s niekol’kými stovkami objektov. Vel’ká da-
tabáza môže obsahovat’ milióny objektov. Zhlukovanie na vzorke daného
vel’kého súboru údajov tak môže viest’ k skresleným výsledkom. Je po-
trebné teda využ́ıvat’ vysoko škálovatel’né algoritmy zhlukovania.

� Znalost’ aplikačnej domény na určenie vstupných parametrov:
Niektoré algoritmy zhlukovania vyžadujú, aby použ́ıvatelia zadali určité
vstupné parametre zhlukovania (napŕıklad počet požadovaných zhlu-
kov). Výsledky zhlukovania môžu byt’ citlivé na vstupné parametre. Pa-
rametre je často t’ažké určit’, najmä pre množiny údajov obsahujúce vy-
sokodimenzionálne objekty.

� Nájdenie zhlukov l’ubovol’ného tvaru: Viacero algoritmov zhluko-
vania je založených na euklidovských alebo manhattanských mierach.
Metódy s merańım vzdialenosti majú tendenciu nájst’ zhluky s podob-
nou vel’kost’ou a hustotou. Zhluk však môže mat’ akýkol’vek tvar, preto
je vhodné poznat’ aj algoritmy na detekciu zhlukov l’ubovol’ného tvaru.

� Schopnost’ práce so zašumenými údajmi: Databázy v reálnom svete
obsahuje anomálne hodnoty alebo chýbajúce, neznáme, či chybné údaje.
Niektoré algoritmy zhlukovania sú na tieto údaje citlivé a môžu viest’

k zoskupeniam ńızkej kvality.

� Dimenzionalita údajov: Databáza alebo dátový sklad môže obsaho-
vat’ niekol’ko dimenzíı. Mnoho algoritmov je vhodných pri spracovávańı
ńızkodimenzionálnych údajov, ktoré obsahujú dva až tri rozmery. L’udské
oči dokážu posúdit’ kvalitu zhlukovania až do troch dimenzíı. Hl’adanie
zhlukov pre objekty vo vysoko rozmernom priestore je náročné, pŕıpadne
takýchto objektov môže byt’ málo a výsledok môže byt’ skreslený.

� Zhlukovanie založené na obmedzeniach: Je možné, že aplikácie
v reálnom svete budú musiet’ vykonat’ zhlukovanie vzhl’adom na rôzne ob-
medzenia. Napŕıklad, ak úlohou je výber vhodných miest pre daný počet
nových bankomatov v meste, pri riešeńı môžeme zoskupovat’ domácnosti
vzhl’adom na rieky, dial’ničné siete, typ a počet zákazńıkov pre jeden
zhluk. Nájst’ skupiny s požadovaným správańım v zhlukoch, ktoré vyho-
vujú týmto obmedzeniam, môže byt’ náročnou úlohou.
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� Interpretovatel’nost’ a použitel’nost’: Použ́ıvatelia očakávajú, že ich
zhluky budú interpretovatel’né, zrozumitel’né a a použitel’né. To znamená,
že vytváranie zhlukov bude potrebné spájat’ s konkrétným významom
interpretácie a aplikácie.

� Pŕırastkové zhlukovanie, či necitlivost’ na poradie vstupných
údajov: Niektoré zhlukovacie algoritmy nemôžu obsahovat’ novo-vložené
údaje (t. j. aktualizáciu databázy) do existujúcich výslekov. Je potrebné
použit’ nové zhlukovanie od začiatku. Niektoré algoritmy zhlukovania sú
citlivé na poradie vstupných údajov. Vzhl’adom na vstupnú množinu
objektov môže takýto algoritmus určit’ rôzne zoskupenia v závislosti
od poradia prezentácie vstupných objektov. Je dôležité zaoberat’ sa aj
pŕırastkovými algoritmami zhlukovania a algoritmami, ktoré sú necitlivé
na poradie vstupu.
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Kapitola 10

Bayesovský pŕıstup ku
strojovému učeniu

10.1 Úvod

� Pridanie šumu do dát umožňuje dosiahnut’ lepšie výsledky v predikcii.

� Sme schopńı kvantifikovat’ neurčitost’, ktorá je pŕıtomná v odhadoch
našich parametrov, a z toho vyplývajúcej predikcie.

� Od idey, že máme neurčitost’ v odhadoch našich parametrov, je len krok
k uvažovaniu daných parametrov ako náhodných premenných.

� Bayesovské metódy sa tu stávajú vel’mi dôležitými. Urob́ıme úvod do ich
použitia podl’a [6].

10.2 Hra Hod mincou

Idete cez trh a naraźıte na stánok, kde sa zákazńıci zúčastňujú hry Hod mincou.
Pravidlá hry sú jednoduché:

� Zákazńık hádže mincou 10 krát

� Ak padne hlava 6x alebo menej krát, zákazńık dostáva naspät’ dvojnásobok
vložených peňaźı (1 EUR stávka). Inak zákazńık o peniaze pŕıde.

Úvahy o možnosti vyhrat’:

Predpokladajme, že pravdepodobnost’, že padne hlava je r. Potom, pravdepo-
dobnost’, že hlava padne y krát z N hodov, je

P (Y = y) =

(
N

y

)
ry(1− r)N−y (10.1)

Pre P (Y ≤ 6) dostávame

P (Y ≤ 6) = 1−P (Y > 6) = 1−(P (Y = 7)+P (Y = 8)+P (Y = 9)+P (Y = 10))
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Obr. 10.1: Prvý panel predstavuje funkciu hustoty, ak minca je spravodlivá,
t. j. r = 0.5, druhý panel predstavuje pŕıpad, ked’ viac padá hlava, t. j. r = 0.9
(pri 10 hodoch).

= 1− (0.1172 + 0.0439 + 0.0098 + 0.001) = 0.8281

čo vyzerá celkom zauj́ımavo. Je možné tiež vypoč́ıtat’ očakávanú finančnú

sumu z hry. Očakávaná hodnota funkcie f(X) náhodnej premennejX je poč́ıtaná

EP (x){f(X)} =
∑
x

f(x)P (x)

suma je cez všetky možné hodnoty náhodnej premennej X.

Nech X bude náhodná premenná, ktorá nadobúda hodnotu 1 pri výhre (padne
hlava 6 a menej krát) a 0 inak: P (X = 1) = P (Y ≤ 6).

Ak X = 1, je to výhra a zákazńık dostáva 2 EUR, teda f(1) = 2. Ak prehrá,
nedostáva nič, teda f(0) = 0.

Očakávaný zisk je

f(1)P (X = 1) + f(0)P (X = 0) = 2 ∗ P (Y ≤ 6) + 0 ∗ P (Y > 6) = 1.6562

Teda v priemere vyhráva 1.6562-1=0.6562 centov na hre.

Zdá sa, že hrat’ je OK. Ale je v tom háčik. V skutočnosti výhier nie je až tak
vel’a. Ďaľśım problémovým parametrom v hre môže byt’ r.

Pozorovanie

Možno predpoklady podliehajúce výpočtom sú nesprávne. Ide o nasledujúce:

� Počet hláv môže byt’ modelovaný ako náhodná premenná s binomickým
rozdeleńım a pravdepodobnost’, že padne hlava v l’ubovol’nom hode je r.

� Minca je spravodlivá - pravdepodobnost’ oboch strán je r = 0.5.

Mohli by sme r uvažovat’ ako parameter a použit’ ho pri fitovańı dát.

Úvahy o
postupnosti
hodov76



Sú traja l’udia, ktoŕı hrajú túto hru. Predpokladajme, že prvý hráč dostane
postupnost’: H, O, H, H, H, H, H, H, H, H.

Je možné vypoč́ıtat’ maximálnu hodnotu vierohodnosti (likelihood) na základe
binomického rozdelenia pre r takto:

P (Y = y|r,N) =

(
N

y

)
ry(1− r)N−y (10.2)

Zlogaritmovańım

L = log(P (Y = y|r,N)) = log

(
N

y

)
+ y log r + (N − y)log (1− r) (10.3)

Zderivujeme podl’a r
∂L

∂r
=
y

r
− N − y

1− r
= 0

r =
y

N

Ak y = 9 a N = 10 dostávame r = 0.9 a P (Y ≤ 6) = 0.0128.

Očakávaný zisk 2 ∗ P (Y ≤ 6) + 0 ∗ P (Y > 6) = 0.0256, 0.0256− 1 = −0.9744
na jednu hru. Teda strata 97 centov.

P (Y ≤ 6) = 0.0128 znamená, že len jeden zákazńık zo 100 vyhrá. Toto by
mohlo odradit’ d’aľśıch hráčov.

10.3 Bayesovský pŕıstup k hre

10.3.1 Bayesova veta - všeobecný tvar

Predpokladajme, že náhodné javy Bi, 1 ≤ i ≤ k sú navzájom nezavislé javy a
v každom pokuse nastáva práve jeden z nich, takže súčet ich pravdepodobnost́ı
je rovný 1, t. j.

∑k
i=1 P (Bi) = 1

Ak poznáme podmienené pravdepodobnosti P (A|Bi) javu A pri podmienke
Bi pre všetky i a apriórne pravdepodobnosti javov P (Bi), potom je možné
pravdepodobnost’ javu P (Bj |A) vypoč́ıtat’ podl’a Bayesovho vzorca:

P (Bj |A) =
P (A|Bj) ∗ P (Bj)

P (A)
=

P (A|Bj) ∗ P (Bj)∑k
i=1 P (A|Bi) ∗ P (Bi)

(10.4)

� P (Bj |A) je posteriórna pravdepodobnost’ javu Bj ;

� P (A|Bj) je dôveryhodnost’ javu Bj ;

� P (Bj) je apriórna pravdepodobnost’ javu Bj ;

�

∑k
i=1 P (A|Bi) ∗ P (Bi) je marginálna pravdepodobnost’ dát.
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V pŕıpade spojitých hodnôt premenných pravdepodobost’ je nahradená fun-
kciou hustoty pravdepodobnosti. Potom pre hypotézu Bj dostávame

f(Bj |A) =
f(A|Bj) ∗ f(Bj)

P (A)
=

f(A|Bj) ∗ f(Bj)∫
Bi
f(A|Bi) ∗ f(Bi) dBi

(10.5)

� f(Bj |A) je posteriórna hustota pravdepodobnosti pre Bj ;

� f(A|Bj) je dôveryhodnost’ hypotézy Bj ;

� f(Bj) je apriórna hustota pravdepodobnosti pre Bj ;

�

∫
Bi
f(A|Bi) ∗ f(Bi) dBi je marginálna pravdepodobnost’ dát.

10.3.2 Bayesova veta v hre s mincou

Hodnoty pravdepodobnosti r (že padne hlava) sa menia v čase a mohli by sme
sa na ňu d́ıvat’ ako na náhodnú premennú R.

Nezávisle od d́lžky postupnosti hodov vždy bude nejaká neurčitost’ v r - bu-
deme ju brat’ ako náhodnú premennú s asociovaným rozdeleńım. Toto nám
pomôže merat’ a porozumiet’ túto neurčitost’.

Nech YN je náhodná premenná vyjadrujúca počet padnutých hláv v N hodoch.
Chceme poznat’ pravdepodobnostné rozdelenie pre r podmienené hodnotami
YN , teda p(r|yN ).

Pri danom rozdeleńı bude možné vypoč́ıtat’ očakávanú pravdepodobnost’ výhry
tak, že vezmeme očakávania P (Ynov ≤ 6|r) vzhl’adom na p(r|yN ):

P (Ynov ≤ 6|yN ) =

∫
P (Ynov ≤ 6|r)p(r|yN )dr,

kde Ynov je náhodná premenná opisujúca počet padnutých hláv v budúcej
množine desiatich hodov.

Podl’a Bayesovho pravidla dostaneme:

p(r|yN ) =
P (yN |r)p(r)

P (yN
.

p(yN |r) – pravdepodobnostné rozdelenie nad počtom hláv v N nezávislých
hodoch za predpokladu, že pravdepodobnost’, že padne hlava v jednom hode,
je r.

Pŕıklad: Binomické rozdelenie pravdepodobnosti a dôveryhodnost’:

10.3.3 Pravdepodobnost’ vs. dôveryhodnost’ (likelihood)

� Binomické rozdelenie pravdepodobnosti je diskrétne (11 možných expe-
rimentálnych výsledkov podl’a počtu hodených hláv).

� Dôveryhodnost’ je spojitá, parameter r nadobúda hodnoty medzi 0 a 1.
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Obr. 10.2: Pri férovej minci a 7 úspešných hodoch z 10.

� Pravdepodobnosti v prvom paneli dávajú súčet 1.

� Dôveryhodnost’ po zintegrovańı bude menej ako 1.

Dôveryhodnost’ (likelihood), význam P (yN |r) - ako je dôveryhodné, že by
sme mohli pozorovat’ naše dáta (yN ) pri určitej hodnote r (náš model).

V našom pŕıpade to je binomické rozdelenie. Táto hodnota bude vysoká, ak
r by mohlo nadobudnút’ dosiahnutel’ný výsledok yN a ńızka, ak je výsledok
vel’mi nepravdepodobný.

Dva scenáre pre rôzne nastavenia N a yN

Obr. 10.3: Pŕıklad dvoch scenárov pre vyjadrenie p(yN |r) ako funkcie r.

Dve dôležité vlastnosti dôveryhodnosti:
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� Nie je to hustota pravdepodobnosti. Ak by bola, obsah plochy pod kriv-
kou by bol rovný 1.

� Uvedené dva pŕıklady sa ĺı̌sia v tom, kol’ko nám povedia o r. V prvom
pŕıklade dôveryhodnost’ je nenulová pre vel’ký interval pre r. V druhom
pŕıklade je tento interval redukovaný. Máme viac dát, a teda viac vieme
(presneǰsie) o r.

Apriórne rozdelenie (prior distribution), p(r) - umožňuje vyjadrit’ nejakú
vieru v r predtým, než niečo vieme o dátach.

Uvažujme nasledujúce 3 pŕıpady:

1. Nevieme nič o hádzanej minci ani o vlastńıkovi stánku.

2. Mysĺıme si, že minca je fér.

3. Mysĺıme si, že minca je vytvorená tak, že viac padá hlava.

Každý z týchto predpokladov vieme zakódovat’ iným apriórnym rozdeleńım.

r môže nadobúdat’ hodnoty od 0 po 1, preto muśı byt’ modelované ako spojitá
náhodná premenná.

Nevyberieme žiadny scenár, jednoducho budeme zatial’ uvažovat’ p(r|yN ).

Pre tento pŕıpad je vhodná beta funkcia hustoty definovaná pre náhodnú
premennú R ako:

p(r) =
Γ(α+ β)

Γ(α)Γ(β)
rα−1(1− r)β−1 (10.6)

Γ je známa funkcia, ktorá zaruč́ı, že rozdelenie je normalizované. Parametre
α, β ≥ 0 riadia tvar výsledného rozdelenia.

Γ(x) =

∫ ∞
0

tx−1e−t dt, pre x > 1

Γ(α+ β)

Γ(α)Γ(β)
=

∫ r=1

r=0
rα−1(1− r)β−1 dr (10.7)

zaručuje, že ∫ r=1

r=0

Γ(α+ β)

Γ(α)Γ(β)
rα−1(1− r)β−1 dr = 1

V uvedených troch pŕıpadoch zvoĺıme:

� Nevieme nič: α = 1, β = 1

� Férová minca: α = 50, β = 50

� Neférová minca: α = 5, β = 1
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Marginálne rozdelenie (marginal distribution) pre yN , P (yN ) – pôsob́ı
ako normalizujúca konštanta, ktorá zaruč́ı, že p(r|yN ) je vlastne definovaná
hustota. Poč́ıta sa ako združená hustota p(yN |r) cez r:

P (yN ) =

∫ r=1

r=0
p(yN , r) dr (10.8)

čo je možné vyjadrit’

P (yN ) =

∫ r=1

r=0
P (yN |r)p(r) dr (10.9)

P (yN ) je známa ako marginálna dôveryhodnost’ dát, yN , spriemernená cez
všetky hodnoty parametrov.

Posteriórne rozdelenie (posterior distribution), p(r|yN ) - o toto sa
zauj́ımame.

Je to výsledok úpravy apriórnej pravdepodobnosti p(r) vo svetle nových po-
znatkov o yN .

� Tvar rozdelenia je zauj́ımavý - vyjadruje kol’ko informácie máme o r po
kombinácii s tým, čo sme vedeli predtým a čo sme videli (dôveryhodnost’).

� Je to rozdelenie, preto nám poskytuje indikáciu o úrovni neurčitosti,
stále máme v r informáciu o nejakých pozorovaných dátach.

� Posteriórne rozdelenie je možné použit’ na výpočet očakávańı (výhry).

Posteriórnu hustotu vieme použit’ na výpočet očakávanej hodnoty. Napŕıklad

Ep(r|yN ){P (Y10 ≤ 6)} =

∫ r=1

r=0
P (Y10 ≤ 6|r) p(r|yN ) dr

je očakávaná hodnota pravdepodobnosti, že vyhráme. Je potrebné brat’ do
úvahy pozorované dáta, naša apriórna viera a neurčitost’ zostáva. Treba sa
rozhodnút’, či budeme hrat’.

10.3.4 Dvojice dôveryhodnost’-apriórna pravdepodobnost’

Konjugované dvojice apriórna – dôveryhodnost’ umožňujú použit’ posteriórne
rozdelenie v rovnakom tvare ako apriórne.

Apriórna pravdepodobnost’ – dôveryhodnost’, niektoré konjugované dvojice:

� Gauss – Gauss

� Beta – Binomické

� Gamma – Gauss

� Dirichlet – Multinomial
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10.3.5 Exaktné posteriórne rozdelenie

Beta rozdelenie je vhodný výber pre apriórnu pravdepodobnost’, ak dôveryhodnost’

je binomické rozdelenie. Vypoč́ıtame ho presne.

Beta rozdelenie je známe ako konjugované rozdelenie k binomickej dôveryhodnosti.
Použitie konjugovaného vzt’ahu ul’ahč́ı výpočty.

Ak v Bayesovom vzt’ahu vynecháme P (yN ), dostaneme

p(r|yN ) ∝ P (yN |r)p(r)

Nahradeńım výrazov na pravej strane binomickým a beta rozd.

p(r|yN ) ∝ [

(
N

yN

)
ryN (1− r)N−yN ]× [

Γ(α+ β)

Γ(α)Γ(β)
rα−1(1− r)β−1] (10.10)

Pretože apriórne a beta rozd. sú konjugované, vieme, že p(r|yN ) má byt’ beta
hustota. Beta hustota s parametrami δ a γ a konštanou K má nasledujúci tvar

p(r) = Krδ−1(1− r)γ−1

Vhodnými úpravami dostaneme

p(r|yN ) ∝ [

(
N

yN

)
Γ(α+ β)

Γ(α)Γ(β)
]× [ryN rα−1(1− r)N−yN (1− r)β−1]

p(r|yN ) ∝ ryN+α−1(1− r)N−yN+β−1

p(r|yN ) ∝ rδ−1(1− r)γ−1, δ = yN + α, γ = N − yN + β

Preto

p(r|yN ) =
Γ(α+ β +N)

Γ(α+ yN )Γ(β +N − yN )
rα+yN−1(1− r)β+N−yN (10.11)

Dostali sme posteriórnu hustotu pre r na základe apriórnej p(r) a dát yN .

Pripomeňme si, ako boli vypoč́ıtané - sč́ıtańım počtov hodených hláv (yn) do
prvého apriórneho parametra α a počtov opaku mince (N − yN ) do β.

Toto nám umožńı źıskat’ intúıciu ohl’adom α a β. Ak uvažujeme scenár korekt-
nej mince, zo 100 hodov je 50 hlava a 50 opak mince. Mohli by sme použit’

α = β = 50,

Poznámka k
trom
scenárom

Dôslednú analýzu všetkých scenárov je možné nájst’ v [6].

Chceme tu pripomenút’, že vo všetkých troch pŕıpadoch dostaneme iné hodnoty
očakávanej pravdepodobnosti pre výhru. Naše úvahy sú potvrdené tým, že
najväčšia pravdepodobnost’ je pri spravodlivej minci a najmenšia, ak hlava
padá časteǰsie.

Dôležité je to, že Baeysovský pŕıstup nám umožňuje kombinovat’ pozoro-
vané dáta (hody mincou) s nejakými predchádzajúcimi znalost’ami (jeden zo
scenárov) principiálnym spôsobom. Posteriórna hustota explicitne modeluje
neurčitost’, ktorá zostáva v r v každom stave a môže byt’ použitá na predikcie.

Pridávanie d’aľśıch údajov (hodov) meńı scenár 1, lebo viac vieme o hodoch.
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10.4 Grafické modely

Grafický model je graf, v ktorom vrcholy zodpovedajú náhodným premenným
a orientované hrany závislostiam medzi náhodnými premennými.

Napŕıklad, jedna náhodná premenná reprezentuje hod mincou (X) a druhá
predstavuje to, čo je výsledkom hodu (Y ). Model je definovaný pomocou pod-
mieneného rozdelenia P (Y = y|X = x). Podmienená premenná je v šedom
vrchole a k nej smeruje orientácia hrany. Nasledujúci obr. (a). Šedý vrchol
vyjadruje pozorovanú premennú.

Obr. 10.4: Grafické modely vyjadrujúce vzt’ahy medzi náhodnými pre-
mennými, [6]

Ak si predstav́ıme, že hod mincou sa opakuje N -krát, máme 2N náhodných
premenných X1, . . . , XN a Y1, . . . , YN . Toto zakresĺıme pomocou obd́lžnika, v
ktorom sa nachádza to, čo sa opakuje N -krát, na obr. (b). A je evidentné, že
Yn je podmienená od Xn.

Grafická reprezentácia nášho modelu pre hod mincou je na obr. (c). Má jednu
pozorovanú náhodnú premennú, ktorá reprezentuje počet hodených hláv v
N hodoch yN . Toto je podmienené náhodnou premnnou R, ktorá záviśı od
náhodných premenných α a β. A nakoniec α a β závisia od nejakých hyper-
parametrov κ.

10.5 Bayesov pŕıstup k problému predikcie rekor-
dov na OH

Ciel’ je predikovat’ výsledok na nasledujúcich OH z daných dát. K tomu budeme
potrebovat’:

� definovat’ apriórnu pravdepodobnost’ a dôveryhodnost’

� vypoč́ıtat’ posteriórnu hustotu nad parametrami nášho modelu (r v pŕıpade
mince)

� ked’ máme posteriórnu hustotu, vieme predikovat’.
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Bayesov pŕıstup - Model

Budeme použ́ıvat’ polynomiálny model s Gaussovým šumom:

tn = w0 + w1xn + w2x
2
n + · · ·+ wKx

K
n + εn, ε ∼ N (0, σ2).

Vo vektorovom tvare

tn = wTxn + εn, w = [w0, . . . , wK ]T , xn = [1, xn, x
2
n, . . . , x

K
n ]T .

V maticovom tvare pre všetky dané dáta

t = Xw + ε, X = [x1,x2, . . .xN ]T , t = [t1, t2, . . . , tN ]T

Kvôli zjednodušeniu výpočtov budeme predpokladat’, že poznáme σ2.

Bayesovo pravidlo

p(w|t,X, σ2,∆) =
p(t|w,X, σ2,∆)p(w|∆)

p(t|X, σ2,∆)
=
p(t|w,X, σ2)p(w|∆)

p(t|X, σ2,∆)

kde ∆ predstavuje parametre potrebné pri definovańı apriórnej pravdepodob-
nosti pre w (uvedieme neskôr).

Obr. 10.5: Grafický model pre Bayesov pŕıstup - rekordy na OH, [6].

10.5.1 Bayesov pŕıstup k predikcii rekordov

Potrebujeme určit’

� apriórnu pravdepodobnost’ – p(w|∆)

Budeme použ́ıvat’ Gaussovu apriórnu hustotu so zvolenými parametrami,
ktoré označ́ıme µ0,Σ0

p(w|µ0,Σ0) = N (µ0,Σ0)

� dôveryhodnost’ – p(t|w,X, σ2)
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Obr. 10.6: Výsledky v behu mužov na 100 m na OH

Náš model je t = Xw + ε, kde ε ∼ N (0, σ2IN ). Teda

p(t|w,X, σ2) = N (Xw, σ2In)

N -dimenzionálna Gaussova hustota s priemerom Xw a varianciou σ2IN

� posteriórnu pravdepodobnost’ Pretože vieme, že posteriórna pravde-
podobnost’ bude Gaussova, zatial’ si nebudeme š́ımat’ marginálnu prav-
depodobnost’, preto

p(w|t,X, σ2) ∝ p(t|w,X, σ2)p(w|µ0,Σ0) (10.12)

=
1

(2π)N/2|σ2I|1/2
exp(−1

2
(t−Xw)T (σ2I)−1(t−Xw)))

Tiež tu použijeme Gaussovo rozdelenie

p(w|t,X, σ2) = N (µw,Σw) (10.13)

∝ exp(−1

2
(w − µw)TΣ−1

w (w − µw))

a na základe úprav a porovnania (10.12) a (10.13) dostaneme

p(w|t,X, σ2) = N (µw,Σw) (10.14)

Σw = (
1

σ2
XTX + Σ−1

0 )−1, (10.15)

µw = Σw(
1

σ2
XT t + Σ−1

0 µ0) (10.16)

10.5.2 Pŕıpad lineárneho modelu tn = w0 + w1xn

Predpokladajme, že časy xn v behu na 100 m mužov na OH sú znázornené na
obrázku 10.6

Vstupy sú teda xn = [1, xn]T . Predpokladáme, že reálne nič nevieme o tom,
ako vybrat’ parametre, tak zvoĺıme µ0 = [0, 0]T . Pre kovarianciu zvoĺıme Σ0 =
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Obr. 10.7: Situácia po spracovańı prvého bodu.

((100, 0), (0, 5)) , σ2 = 10, pretože sme už videli odhad pre w0, ktorý bol väčš́ı
ako pre w1.

Na základe vzt’ahov (10.14), (10.15) a (10.16) pre σ2 = 10 a prvý bod dát
X = [1, 0],T = 12 vieme vypoč́ıtat’ posteriórne rozdelenie. Jeden bod nám
niečo povie o hodnote w0, ale takmer nič o hodnote w1. Vieme vygenerovat’

nejaké priamky, ale tie sú od dát vel’mi vzdialené, vid́ıme to na obrázku 10.7.

Ak vezmeme 9 bodov, situácia je lepšia tak, ako je to na obrázku . . . . Všetky
body nám dajú výsledky znázornené na obrázku 10.8.

Obr. 10.8: Apriórna a posteriórna pravdepodobnost’ po 9 OH

Pri použit́ı všetkých bodov dostaneme výsledky znázornené na obrázku 10.9.

V obrázkoch 10.8 a 10.9 pozorujeme, že posteriórna pravdepodobnost’ sa stala
viac kondenzovaná, čo znamená, že máme viac poznatkov pre w. Pozorujeme
napŕıklad, že ked’ zvýšime w0, muśıme zńıžit’ w1. V apriórnej pravdepodobnosti
sme predpokladali, že sú nezávislé.
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Obr. 10.9: Apriórna a posteriórna pravdepodobnost’ po 27 OH

V obrázku 10.9 pozorujeme ešte dost’ vel’kú variabilitu, čo je spôsobené tým,
že σ2 = 2. Zmenšeńım σ je možné docielit’ menšiu variabilitu pre w0 a w1.

10.5.3 Ako urobit’ predikciu

Ak zvoĺıme σ2 = 0.05, dostaneme výsledky znázornené na obrázku 10.10

Obr. 10.10: Apriórna a posteriórna pravdepodobnost’ po 27 OH

Predpokladáme nové pozorovanie tnove, teda nás zauj́ıma hustota

p(tnove|xnove,X, t, σ
2). (10.17)

Výraz neobsahuje w, ale naše očakávania sú zamerané na posteriórnu pravde-
podobnost’ p(w|t,X, σ2). Potrebujeme vypoč́ıtat’
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p(tnove|xnove,X, t, σ
2) = Ep(w|t,X,σ2){p(tnove|xnove,X, σ

2)} (10.18)

=

∫
p(tnove|xnove,X, σ

2)p(w|t,X, σ2) dw.

p(tnove|xnove,X, σ
2) je v našom modeli definované ako súčin xnove a w s pri-

dańım nejakého gausssovského šumu.

p(tnove|xnove,X, σ
2) = N (xnove

Tw, σ2).

Obr. 10.11: Predikcia na 28 OH

Výsledok teda očakávame v tvare Gaussovej funkcie. Teda

p(tnove|xnove,X, t, σ
2) = N (xT

noveµw, σ
2 + xT

noveΣwxnove)

Pre situáciu na obrázku 10.10 dostávame

p(tnove|xnove,X, t, σ
2) = N (9.6484, 0.0065)

Predikt́ıvne rozdelenie je na obrázku 10.11. Najviac očávaný je čas 9.65, ale je
nenulová pravdepodobnost’ aj horš́ıch časov.

Pŕıklad 2-
dimensionálnej
Gaussovej
funkcie:f(x, y) = A exp

(
−
(

(x− xo)2

2σ2
X

+
(y − yo)2

2σ2
Y

))
.

Koeficient A je amplitúda, (xo, yo) je centrum.
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10.5.4 Úlohy

1. Odvodili sme pre výraz pre Gaussovu posteriórnu pravdepodobnost’ pre
lineárny model (rekordy na OH). Ak dosad́ıme za µ0 = [0, 0, . . . , 0]T ,
vid́ıme určitú podobnost’ priemerom posteriórnej pravdepodobnosti

µw =
1

σ2
(

1

σ2
XTX + Σ0

−1)−1XT t (10.19)

regularizovaným riešeńım pomocou metódy najmenš́ıch štvorcov

ŵ = (XTX +NλI)−1XT t (10.20)

Nájdite kovariančnú maticu Σ0, ktorá urob́ı tieto výrazy identickými, t.
j. Σ0 pomocou λ.

2. V pŕıklade OH analyzujte efekt redukcie σ2.
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[1] M. Anthony, N. Biggs: Computational Learning Theory, Cambridge Uni-
versity Press, 1991, 1997

[2] I. Goodfellow, Y. Bengio, A. Courville: Deep Learning. MIT Press book
in preparation, http://www.deeplearningbook.org/version-2016-03-08/

[3] J. Han, M. Kamber, J. Pei: Data Mining – Concepts and Techniques, 3rd
edition. Morgan Kaufmann Publishers, 2011

[4] T. Mitchell: Machine Learning, McGraw Hill, 1997

[5] J. D. Riggs, T. L. Lalonde: Non-Gaussian and correlated data. Handbook
for applied modeling. Cambridge University Press, 2017

[6] S. Rogers, M. Girolami: A First Course in Machine learning. CRC Press,
Taylor & Francis Group, 2012, 2017

[7] J. Watt, R. Borhani, A. K. Katsaggelos: Machine Learning Refined. Foun-
dations, Algorithms, and applications. Cambridge University Press, 2016

[8] L. G. Valiant: Theory of the Learnable. Comm. of the ACM, Vol. 27, No.
1, November 1984

90



Autori: doc. RNDr. Gabriela Andrejková, CSc.
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Rok vydania:       2020 
Počet strán:             91
Rozsah: 4,5 AH
Vydanie: prvé
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